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INTRODUCCION

Hoy dia es cada vez mas frecuente la generacion masiva de datos
econémicos, comerciales, cientificos, etc., que son almacenados de forma
sistematica en grandes bases de datos (data warehouse de entidades financieras
y empresas de marketing, bases de datos de experimentos cientificos, etc.). Esta
cantidad excepcional de informacion (en algunos casos del orden de Terabytes)
dificulta enormemente la realizacion de cualquier que trate de poner de manifiesto
algun aspecto relevante de la misma.

Tradicionalmente la exploracion o busqueda en datos se habia realizado a
través del andlisis estadistico, que consistia en las clasicas rutinas estadisticas
como correlacion, regresion, etc. A finales de la década de 1980, el analisis
estadistico se amplié con técnicas como logica difusa, razonamiento heuristico y
redes neuronales. Pero es necesario mayor poder y eficiencia en la exploraciéon e
identificacion de datos utiles y en como obtenerlos. Actualmente, todas esas
técnicas se han aprovechado en generar conocimiento a partir de un conjunto de
datos.

Debido a los avances tecnolégicos en cuanto a automatizacion de
procesos, almacenamiento, etc., hoy nos encontramos "inundados" de datos. Hay
empresas que guardan informacion como bitacoras de registros de afios atras,
datos de clientes, etc. Esa gran cantidad de datos es una gran fuente de
informacion y de conocimiento. ElI conocimiento es poder, el poder es la habilidad
de tener control o influencia en los eventos. El conocimiento es tener una
coleccion de reglas de como una cosa afecta a la otra, de acuerdo a la informacién
disponible. La informacion se obtiene al detectar la utilidad de los datos. Los datos
son simplemente registros en forma no mental de observaciones o sucesos.

La disciplina denominada Mineria de Datos estudia métodos y algoritmos
que permiten la extraccién automatica de informacion sintetizada que permite
caracterizar las relaciones escondidas en la gran cantidad de datos; también se
pretende que la informacion obtenida posea capacidad predictiva, facilitando el
analisis de los datos de forma eficiente. Bajo la denominacion de "mineria de
datos" se han agrupado recientemente diversas técnicas estadisticas y del
aprendizaje automéatico (Inteligencia Artificial) enfocadas, principalmente, a la
visualizacion, andlisis, y modelizacion de informacion de bases de datos masivas.

La idea de obtener informacion a partir de un conjunto de datos no es
nueva. Desde hace siglos, la gente ha tratado de entender como extraer datos
valiosos o utiles a partir de una coleccién de datos y luego como hacer uso de la
informacion obtenida para lograr un beneficio o un objetivo Gtil. Ese es también el
propoésito de la mineria de datos.

Muchas de las aplicaciones de mineria de datos se hacen sobre datos
previamente recolectados, es decir, datos estaticos, que representan un estado en
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un tiempo pasado. Los datos no estan cambiando mientras estan siendo
analizados. Los resultados generados seran confiables y consistentes para ese
conjunto de datos. El tiempo tomado no es relevante. Por lo anterior no se debe
confundir la mineria de datos con el monitoreo de datos. Este ultimo opera sobre
datos cambiantes y en tiempo real, y trata mas que nada de reconocimiento de
patrones y no de descubrimiento interactivo

El gran volumen de datos, generado actualmente, ha despertado el interés
de los investigadores que buscan aprovechar esta circunstancia para la obtencion
de informacion util. Parte de los esfuerzos se han dirigido al desarrollo de técnicas
de extraccion de datos y patrones que sirven de apoyo a las tareas de mineria de
datos y, en general, al proceso de descubrimiento de conocimiento en bases de
datos u otras fuentes.

Como parte del proceso de descubrimiento de conocimiento, se requiere la
seleccién de un método y de una técnica de mineria de datos apropiada. Ademas,
se debe determinar la estrategia para implementar la técnica de tal forma que sea
eficiente tedrica y empiricamente
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CAPITULO |
INTRODUCCION AL PROCESO DE DESCUBRIMIENTO
DE CONOCIMIENTO EN BASES DE DATOS (KDD)

1.1 Proceso de Descubrimiento de Conocimiento en Bases de Datos (KDD)

El término Descubrimiento de Conocimiento en Bases de Datos
(Knowledge Discovery in Databases, o KDD para abreviar) empez6 a utilizarse en
1989 para referirse al amplio proceso de busqueda de conocimiento en bases de
datos, y para enfatizar la aplicacion a "alto nivel" de métodos especificos de
mineria de datos. En general, el descubrimiento es un tipo de induccion de
conocimiento, no supervisado, que implica dos procesos:

1 Busqueda de regularidades interesantes entre los datos de partida,
1 Formulacion de leyes que las describan.

Entre la literatura dedicada al tema, se pueden encontrar varias definiciones
para descubrimiento:

V Descubrimiento implica observar, recoger datos, formar hipotesis para
explicar las observaciones, disefiar experimentos, comprobar la correccion
de las hipoétesis, comparar nuestros hallazgos con los de otros
investigadores y repetir el ciclo. Las computadoras son capaces de
observar y recoger datos, a veces mejor que los observadores humanos;
los programas estadisticos pueden generar agrupaciones de forma
automatica entre los datos recogidos; también hay programas con cierta
capacidad para disefiar experimentos; y algunos sistemas roboticos
realizan las manipulaciones necesarias en ciertos experimentos. Pero
ninguna computadora relne todas estas habilidades ni es capaz de
adaptarse para aplicarlas a nuevos problemas; en este sentido, las
computadoras no serian capaces de descubrir. Sin embargo, el
descubrimiento no requiere realizar simultaneamente todas estas tareas.
De igual modo que un investigador puede descubrir nuevo conocimiento a
través del andlisis de sus datos, una computadora puede examinar los
datos disponibles o recogidos por otras computadoras y encontrar
relaciones y explicaciones previamente desconocidas, realizando asi
descubrimiento en un sentido mas restringido. La capacidad de las
computadoras para realizar busquedas exhaustivas de forma incansable
entre grandes cantidades de datos ofrece buenas expectativas para obtener
descubrimiento de forma automatica.

V Descubrimiento de conocimiento es la extraccion no trivial de
informacion implicita, previamente desconocida y potencialmente util, a
partir de un conjunto de datos. Dado un conjunto de hechos (datos) H, un
lenguaje L, y alguna medida de la certidumbre C, definimos una regularidad
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(pattern) como una sentencia S en L que describe relaciones dentro de un
subconjunto Hs de H con una certidumbre C, de forma que S es mas
sencillo que la enumeracion de todos los hechos de Hs. Una regularidad
gue sea interesante y bastante cierta (segun criterios definidos por el
usuario) se denomina conocimiento. Un sistema de descubrimiento sera un
programa que toma como entrada el conjunto de hechos y extrae las
regularidades existentes. Cuando el conocimiento se extrae partiendo de
los datos de una base de datos, se tiene KDD.

Los conceptos de lenguaje, certeza, simplicidad e interés, con los que se
define el descubrimiento de conocimiento, son lo suficientemente vagos como
para que esta definicion cubra una amplia variedad de tendencias. Sin embargo,
son ideas fundamentales que diferencian el KDD de otros sistemas de
aprendizaje:

V Lenguaje de alto nivel: ElI conocimiento descubierto se representa en un
lenguaje de alto nivel, inteligible desde el punto de vista humano. Por tanto,
guedan descartadas, dentro del KDD, representaciones de bajo nivel como
las generadas por redes neuronales (a pesar de que éstas son un método
valido de mineria de datos).

V Precisién: Los descubrimientos representan el contenido de la base de
datos que, como reflejo de la realidad, puede contener imperfecciones y
ruido. Por tanto, sera raro que algun conocimiento se cumpla con todos los
datos. El grado de certidumbre medir& el crédito o confianza que el sistema
0 usuario puede asignar a cierto descubrimiento; si la certeza no es lo
suficientemente alta, los patrones descubiertos no llegaran a ser
conocimiento.

V Interés: Aunque es posible extraer numerosos patrones de cualquier base
de datos, sOlo se consideran como conocimiento aquéllos que resulten
interesantes segun ciertos criterios del usuario. En particular, un patrén
interesante debe ser nuevo, potencialmente Gtil y no trivial.

V Eficiencia: Son deseables procesos de descubrimiento que puedan ser
eficientemente implementados en una computadora. Se considera que un
algoritmo es eficiente cuando su tiempo de ejecucién y el espacio de
memoria requerido crecen de forma polinomial con el tamafio de los datos
de entrada. No es posible aprender de forma eficiente cualquier concepto
booleano (problema NP-completo), sin embargo, si existen algoritmos
eficientes para clases restringidas de conceptos, como los representables
en forma conjuntiva, etc. Otra posibilidad es el uso de heuristicas y
algoritmos aproximados para la induccion de conocimiento.

Cualquier algoritmo usado en un proceso de KDD debe considerar que
conocimiento es una sentencia S expresada en un lenguaje L, cuyo interés (segun
criterios del usuario) supera cierto umbral i (definido también por el usuario). A su
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vez, el interés depende de criterios de certeza, simplicidad y utilidad, establecidos
por el usuario. Segun se definan los umbrales para estos criterios, se puede
enfatizar la busqueda de informacién precisa (gran certeza), o Util, etc.

A pesar de que el Descubrimiento de Conocimiento tiene sus inicios en el
Aprendizaje Automatico o la estadistica, hay ciertas componentes que lo hacen
muy diferente. En particular, el objetivo fundamental es encontrar conocimiento
atil, valido, relevante y nuevo sobre un fendmeno o actividad mediante algoritmos
eficientes, dadas las crecientes 6rdenes de magnitud en los datos.

Al mismo tiempo hay un profundo interés por presentar los resultados de
manera visual o al menos de manera que su interpretacion sea muy clara. Otro
aspecto es que la interaccion humano-maquina deberd ser flexible, dinamica y
colaborativa. El resultado de la exploracion deberé ser interesante y su calidad no
debe ser afectada por mayores volimenes de datos o por ruido en los datos. En
este sentido, los algoritmos de descubrimiento de informacion deben ser altamente
robustos.

No cabe duda de que el valor tactico o estratégico de los grandes
almacenes de datos estd en proporcién directa con la capacidad de analizarlos.
Dada la gran gama de hipoétesis plausibles que se ajustan a los datos, el problema
computacional representa un reto hasta ahora poco enfrentado. Sin embargo,
estas nuevas condiciones abren un nuevo mundo de oportunidades a la
investigacion y al desarrollo de nueva tecnologia.

El campo del Descubrimiento de Conocimiento en Bases de Datos,
denominado Knowledge Discovery in Data Bases en inglés y usualmente
abreviado KDD, es la convergencia del Aprendizaje Automatico, la Estadistica, el
Reconocimiento de Patrones, la Inteligencia Artificial, las Bases de Datos, la
Visualizacion de Datos, los Sistemas para el Apoyo a la Toma de Decisiones, la
Recuperacion de Informacién, y otros muchos campos

1.2 Proceso KDD

Los principales pasos dentro del proceso interactivo e iterativo del KDD son
los siguientes:

1. Desarrollo y entendimiento del dominio de la aplicacion, el conocimiento
relevante y los objetivos del usuario final. Este paso requiere cierta
dependencia usuario/analista, pues intervienen factores como: conocer los
cuellos de botella del dominio, saber qué partes son susceptibles de un
procesado automatico y cuales no, cuales son los objetivos, los criterios de
rendimiento exigibles, para qué se usaran los resultados que se obtengan,
compromisos entre simplicidad y precision del conocimiento extraido, etc.
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2. Creacion del conjunto de datos objetivo, seleccionando el subconjunto de
variables o ejemplos sobre los que se realizara el descubrimiento. Esto
implica consideraciones sobre la homogeneidad de los datos, su variacion a
lo largo del tiempo, estrategia de muestreo, grados de libertad, etc.

3. Preprocesado de los datos: eliminacidén de ruido, estrategias para manejar
valores ausentes, normalizacion de los datos, etc.

4. Transformacion y reduccién de los datos. Incluye la busqueda de
caracteristicas utiles de los datos segun sea el objetivo final, la reduccién
del nimero de variables y la proyeccion de los datos sobre espacios de
busqueda en los que sea mas facil encontrar una solucion. Este es un paso
critico dentro del proceso global, que requiere un buen conocimiento del
problema y una buena intuicién, y que, con frecuencia, marca la diferencia
entre el éxito o fracaso de la mineria de datos.

5. Eleccién del tipo de sistema para mineria de datos. Esto depende de si el
objetivo del proceso de KDD es la clasificacidn, regresion, agrupamiento de
conceptos (clustering), deteccion de desviaciones, etc.

Pre- procesamiento Mineria de Datos y
Interpretacion /

Seleccion Transformacion Evaluacion

|

Patrones

o>

Datos
Objetivos

Datos Datos

Transformados

Conocimiento

v
________)$
v

o>

Figura 1. Proceso de KDD
6. Eleccion del algoritmo de mineria de datos.

7. Mineria de datos. En este paso se realiza la busqueda de conocimiento
con una determinada representacion del mismo. El éxito de la mineria de
datos depende en gran parte de la correcta realizacion de los pasos
previos: por parte del usuario.

8. Interpretacion del conocimiento extraido, con posibilidad de iterar de
nuevo desde el primer paso. La obtencidbn de resultados aceptables
dependera de factores como: definicion de medidas del interés del
conocimiento (de tipo estadistico, en funcion de su sencillez, etc.) que
permitan filtrarlo de forma automatica, existencia de técnicas de
visualizacion para facilitar la valoracion de los resultados o busqueda
manual de conocimiento util entre los resultados obtenidos.
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9. Consolidacion del conocimiento descubierto, incorporandolo al sistema, o
simplemente documentandolo y envidndolo a la parte interesada. Este paso
incluye la revision y resolucidon de posibles inconsistencias con otro
conocimiento extraido previamente.

Muchas veces los pasos que constituyen el proceso de KDD no estan tan
claramente diferenciados. Las interacciones entre las decisiones tomadas en
diferentes pasos, asi como los parametros de los métodos utilizados y la forma de
representar el problema suelen ser extremadamente complejos. Pequefios
cambios en una parte pueden afectar fuertemente al resto del proceso.

Sin quitar importancia a ninguno de estos pasos del proceso KDD, se puede
decir que la mineria de los datos es la parte fundamental, en la que mas esfuerzos
se han realizado.

Histéricamente, el desarrollo de la estadistica nos ha proporcionado
meétodos para analizar datos y encontrar correlaciones y dependencias entre ellos.
Sin embargo, el andlisis de datos ha cambiado recientemente y ha adquirido una
mayor importancia, debido principalmente a tres factores:

V Incremento de la potencia de las computadoras. Aunque la mayoria de los
métodos matematicos fueron desarrollados durante los afios 60 y 70, la
potencia de calculo de las grandes computadoras de aquella época
restringia su aplicaciébn a pequefios ejemplos, fuera de los cuales los
resultados resultaban demasiado pobres. Algo similar ha ocurrido con la
capacidad de almacenamiento de los datos y su coste asociado.

V Incremento del ritmo de adquisicion de datos. El crecimiento de la cantidad
de datos almacenados se ve favorecido no sélo por el abaratamiento de los
discos y sistemas de almacenamiento masivo, sino también por la
automatizacion de muchos experimentos y técnicas de recoleccién de
datos. Se estima que la cantidad de informacion almacenada en todo el
mundo se duplica cada 20 meses; el nUmero y tamafio de las bases de
datos probablemente crece mas rapidamente. Por ejemplo, se espera que
los satélites de observacion de la Tierra generen, aproximadamente un
petabyte (10'° bytes) de datos diariamente, por lo que una persona
trabajando 24 horas al dia, todos los dias del afio, a un ritmo de
procesamiento de una imagen por segundo, necesitaria varios afios para
mirar las imagenes generadas en sélo un dia.

V Por ultimo, han surgido nuevos métodos, principalmente de aprendizaje y
representacion de conocimiento, desarrollados por la comunidad de
inteligencia artificial, estadistica y fisica de dinAmicas no lineales. Estos
métodos complementan a las tradicionales técnicas estadisticas en el
sentido de que son capaces de inducir relaciones cualitativas generales, o
leyes, previamente desconocidas.
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Estos nuevos métodos matematicos y técnicas de software, para el analisis
inteligente de datos y busqueda de regularidades en los mismos, se denominan
actualmente técnicas de mineria de datos o data mining. A su vez, la mineria de
datos ha permitido el rdpido desarrollo de lo que se conoce como descubrimiento
de conocimiento en bases de datos.

Las técnicas de mineria de datos han surgido a partir de sistemas de
aprendizaje inductivo en computadoras, siendo la principal diferencia entre ellos
los datos sobre los que se realiza la busqueda de nuevo conocimiento. En el caso
tradicional de aprendizaje en computadoras (machine learning), se usa un
conjunto de datos pequefio y cuidadosamente seleccionado para entrenar al
sistema. Por el contrario, en la mineria de datos se parte de una base de datos,
generalmente grande, en la que los datos han sido generados y almacenados para
propdsitos diferentes del aprendizaje con los mismos.

1.3 Fases del KDD

Hay distintas técnicas de las diferentes disciplinas que se utilizan en las
diversas fases. Si bien los términos Mineria de datos y descubrimiento de
conocimiento en bases de datos son usados como sinénimos, el término KDD
describe el proceso completo de extraccion de conocimiento a partir de los datos.
Mientras que Data Mining, se refiere exclusivamente al estadio de descubrimiento
de un proceso general KDD.

En este contexto, descubrimiento de conocimiento significa la identificacion
de relaciones y patrones existenciales en los datos.

Un proceso KDD consiste en la extraccion no trivial de conocimiento
previamente desconocido y potencialmente Gtil a partir de un conjunto de datos.

En el proceso KDD es posible definir al menos 6 estados: Recoleccion de
datos, Seleccién, Limpieza y Transformacion de datos, Mineria de datos,
Evaluacion y Validacion, Interpretacion y Difusion, Actualizacion y Monitorizacion.

1.3.1 Recolecciéde Datos

Las primeras fases del KDD determinan que las fases sucesivas sean
capaces de extraer conocimiento valido y atil a partir de la informacién original.
Generalmente, la informacién que se requiere investigar sobre un cierto dominio
de la organizacion se encuentra:

V En bases de datos y otras fuentes muy diversas.

V Tanto internas como externas.

V Muchas de estas fuentes son las que se utilizan para el trabajo
transaccional.
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El analisis posterior sera mucho mas sencillo si la fuente es unificada,
accesible (interna) y desconectada del trabajo transaccional. De tal manera que el
proceso subsiguiente de mineria de datos:

V Depende mucho de la fuente:
A OLAP uOLTP.
A Datawarehouse o copia con el esquema original.
A ROLAP o MOLAP.

V Depende también del tipo de usuario:

A Picapedreros (o granjeros): se dedican fundamentalmente a realizar
informes periédicos, ver la evolucion de determinados parametros,
controlar valores anomalos, etc.

A Exploradores: encargados de encontrar nuevos patrones
significativos utilizando técnicas de mineria de datos

V Recoleccion de Informacion Externa. Aparte de informacion interna de la
organizacién, los almacenes de datos pueden recoger informaciones
externas:

A Demografia (censo), paginas amarillas, psicogeografias, graficos
web, informacion de otras organizaciones.

A Datos compartidos en una industria o area de negocio,
organizaciones y colegios profesionales, catalogos, etc.

A Datos resumidos de éareas geogréficas, distribucion de la
competencia, evolucion de la economia, informacion de calendarios y
climatolégicas, programaciones televisivas, deportivas, catastrofes.

A Bases de datos externas compradas a otras compafiias.

1.3.2 Seleccion, Limpieza y Transformacion de Datos.
Limpieza (data cleansing) y criba (seleccién) de datos:

Se deben eliminar el mayor nimero posible de datos erréneos o
inconsistentes (limpieza) e irrelevantes (criba). Métodos estadisticos casi
exclusivamente.

V Histogramas (deteccion de datos anémalos).
V Seleccion de datos (muestreo, ya sea verticalmente, eliminando
atributos u horizontalmente, eliminando tuplas).
V Redefinicion de atributos (agrupacion o separacion).
Acciones ante datos anémalos (outliers):
V Ignorar: algunos algoritmos son robustos a datos anémalos (por

ejemplo: arboles)
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Filtrar (eliminar o reemplazar) la columna: Solucidn extrema, pero a
veces existe otra columna dependiente con datos de mayor calidad.
Preferible a eliminar la columna es reemplazarla por una columna
discreta diciendo si el valor era normal o outlier (por encima o por
debajo).

Filtrar la fila: Claramente sesga los datos, porque muchas veces las
causas de un dato erréneo estan relacionadas con casos o tipos
especiales.

Reemplazar el valor: Por el valor 'nulo’ si el algoritmo lo trata bien o
por maximos o minimos, dependiendo por donde es el outlier, o por
medias. A veces se puede predecir a partir de otros datos, utilizando
cualquier técnica de ML.

Discretizar: transformar un valor continuo en uno discreto (por
ejemplo: muy alto, alto, medio, bajo, muy bajo) hace que los outliers
caigan en 'muy alto' o ‘'muy bajo' sin mayores problemas.

Acciones ante datos faltantes (missing values):

Vv

Vv

Ignorar: algunos algoritmos son robustos a datos faltantes (por
ejemplo: arboles).

Filtrar (eliminar o reemplazar) la columna: solucion extrema, pero a
veces existe otra columna dependiente con datos de mayor calidad.
Preferible a eliminar la columna, es reemplazarla por una columna
booleana diciendo si el valor existia o no.

Filtrar la fila: claramente sesga los datos, porque muchas veces las
causas de un dato faltante estan relacionadas con casos o tipos
especiales.

Reemplazar el valor por medias. A veces se puede predecir a partir
de otros datos, utilizando cualquier técnica de ML.

Segmentar: se segmentan las tuplas por los valores que tienen
disponibles. Se obtienen modelos diferentes para cada segmento y
luego se combinan.

Modificar la politica de calidad de datos y esperar hasta que los
datos faltantes estén disponibles.

Razones sobre datos faltantes (missing values):

A veces es importante examinar las razones tras datos faltantes y

actuar en consecuencia:

Vv

Vv

Algunos valores faltantes expresan caracteristicas relevantes: por
ejemplo: La falta de teléfono puede representar en muchos casos un
deseo de que no se moleste a la persona en cuestion, o un cambio
de domicilio reciente.

Valores no existentes: muchos valores faltantes existen en la
realidad, pero otros no. Por ejemplo: el cliente que se acaba de dar
de alta no tiene consumo medio de los ultimos 12 meses.
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V Datos incompletos: si los datos vienen de fuentes diferentes, al
combinarlos se suele hacer la union y no la interseccion de campos,
con lo que muchos datos faltantes representan que esas tuplas
vienen de una(s) fuente(s) diferente(s) al resto.

1.3.3 Mineria de Datos.
Caracteristicas Especiales de los Datos:

Aparte del gran volumen, ¢por qué las técnicas de aprendizaje
automatico y estadisticas no son directamente aplicables?

V Los datos residen en el disco. No se pueden escanear multiples
veces.

Algunas técnicas de muestreo no son compatibles con algoritmos no
incrementales.

Muy alta dimensionalidad (muchos campos).

Evidencia Positiva.

Datos Imperfectos

< << <

Aunque algunos se aplican casi directamente, el interés en la
investigacion en mineria de datos esta en su adaptacion.

Patrones a descubrir:

V Una vez recolectados los datos de interés, un explorador puede
decidir qué tipos de patrén quiere descubrir.
V El tipo de conocimiento que se desea extraer va a marcar claramente
la técnica de mineria de datos a utilizar.
V Segun como sea la busqueda del conocimiento se puede distinguir
entre:
A Directed data mining: se sabe claramente lo que se busca,
generalmente predecir unos ciertos datos o clases.
A Undirected data mining: no se sabe lo que se busca, se
trabaja con los datos.

En el primer caso, los propios sistemas de mineria de datos se
encargan generalmente de elegir el algoritmo mas idéneo entre los
disponibles para un determinado tipo de patron a buscar.

1.3.4 Evaluacion y Validacion.
La fase anterior produce una o mas hipotesis de modelos. Para seleccionar

y validar estos modelos es necesario el uso de criterios de evaluacion de
hipotesis. Por ejemplo:
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la Fase: Comprobacion de la precision del modelo en un banco de
ejemplos independiente del que se ha utilizado para aprender el modelo. Se puede
elegir el mejor modelo.

2a Fase: Se puede realizar una experiencia piloto con ese modelo. Por
ejemplo, si el modelo encontrado se queria utilizar para predecir la respuesta de
los clientes a un nuevo producto, se puede enviar un mailing a un subconjunto de
clientes y evaluar la fiabilidad del modelo.

1.3.5 Interpretacion y Difusion.

El despliegue del modelo a veces es trivial pero otras veces requiere un
proceso de implementacion o interpretacion:

V ElI modelo puede requerir implementacion (por ejemplo: Tiempo real
deteccién de tarjetas fraudulentas).

V El modelo es descriptivo y requiere interpretacion (por ejemplo: Una
caracterizacion de zonas geograficas segun la distribucién de los productos
vendidos).

V El modelo puede tener muchos usuarios y necesita difusiéon: el modelo
puede requerir ser expresado de una manera comprensible para ser
distribuido en la organizacion (por ejemplo: Las cervezas y los productos
congelados se compran frecuentemente en conjunto A ponerlos en
estantes distantes).

1.3.6 Actualizacién y Monitorizacion.
Los procesos derivan en un mantenimiento:
V Actualizacién: Un modelo valido puede dejar de serio: cambio de contexto
(econdémicos, competencia, fuentes de datos, etc.).
V Monitorizacién: Consiste en ir revalidando el modelo con cierta frecuencia
sobre nuevos datos, con el objetivo de detectar si el modelo requiere una
actualizacion.

Producen realimentaciones en el proceso KDD.
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CAPITULO Il
INTRODUCCION A LA MINERIA DE DATOS

2.1 Evolucioén Histoérica

Aunque los componentes clave del Data Mining 6 Mineria de datos (DM)
existen desde hace décadas en la investigacion en areas como la inteligencia
artificial, la estadistica o el aprendizaje automatico, se puede afirmar que ahora
estamos asistiendo al reconocimiento de la madurez de estas técnicas, lo que,
junto al espectacular desarrollo de los motores de bases de datos y las
herramientas para integracion de informacion justifican su introduccion en la esfera
empresarial.

Las raices de la DM se remontan a los afios 50. Los departamentos de
informatica preparaban resumenes de la informacion, principalmente de tipo
comercial, que se encontraba en los ficheros del ordenador central, con el
propdsito de facilitar la labor directiva. Asi nacieron los sistemas de informacion
para la direccién, que sin embargo, eran voluminosos, poco flexibles, y dificiles de
leer para los no informéticos. En los 60 nacen los sistemas gestores de base de
datos que aun se mostraban rigidos y carecian de flexibilidad para realizar
consultas. Luego aparecieron los motores relacionales resolviendo estos
problemas, aunque los informes resultaban muy laboriosos de preparar y depurar,
perdiéndose relevancia por su bajo nivel de actualizacién. Otro grave problema era
la diversidad de bases de datos no integradas establecidas por los diferentes
departamentos de una organizacion. Nadie reparaba en la posible utilidad futura
de un sistema interdependiente.

El Data Warehouse (DW) viene a solucionar este problema en los finales de
los 80. La existencia de DW ha estimulado el desarrollo de los enfoques de DM,
en los que las tareas de andlisis se automatizan y dan un paso mas al posibilitar la
extraccion de conocimiento inductivo.

Etapa Cuestion planteada Tecnologias Caracteristicas

Recoleccion de ‘Dime mis beneficios

datos totales en los ultimos 4
{Afios 60} afios.’

Acceso a los ‘Ventas en Catalufia durante
datos. las Gltimas Navidades’
{Afios 80}

Data Warehouse  ‘Ventas en Andalucia

y soporte a la detalle por delegacion y
toma de descender a nivel tienda.
decisiones.

{Afios 90}
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Ordenadores, cintas,
discos.

Bases de Datos
Relacionales (SQL)
ODBC

{OLAP}, bases de
datos multi-
dimensionales, data
warehouse

Retrospectivo, datos
estaticos.

Retrospectivo, datos
dinamicos a nivel de
registro.
Retrospectivo,
obtencion dinamica
de datos a maltiples
niveles.
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Data Mining Justifica la tendencia de Algoritmos avanzados,  Prospectivo,
venta en Castilla para el ordenadores, obtencidn proactiva
préximo afio multiprocesadores, de informacion.

bases de datos masivas.
Tabla 1. Evolucion de las tecnologias relacionadas con Data Mining

2.2 ¢Qué es Mineria de Datos?

Hace tan solo unos afios los datos de las empresas estaban orientados
principalmente, a alimentar sus sistemas contables y financieros asi como
inventarios, los procesos de produccion, recursos humanos y ventas.

En la medida que los negocios mundiales se han hecho mas competitivos,
los datos cada vez cobran mas vida y se han convertido en informacion vital y
estratégica para la toma de decisiones. En tal sentido, las empresas han venido
evolucionando y han querido agregarle valor a la gran cantidad de informacion que
tienen almacenada en sus bases de datos. Para ello, se han interesado en
automatizar los procesos y poder asi descubrir informacion valiosa, que de otra
manera seguiria siendo subutilizada o simplemente desperdiciada.

Con la gran velocidad a la cual ha venido evolucionando la tecnologia, las
empresas de hoy disponen de herramientas de software y hardware cada vez mas
sofisticadas que posibilitan el almacenamiento de grandes cantidades de
informacion y el analisis de la misma. El avance tecnolégico, sumado a la
aparicion de mercados cada vez mas competidos, sugiere a las empresas el
mejoramiento continuo de sus esquemas de administracion y toma de decisiones,
explotando una de las mas grandes fuentes de competitividad como lo es la
informacion.

Existen diferentes técnicas que posibilitan la explotacion de los datos,
extrayendo informacion que no es detectada a simple vista. Una de estas técnicas
es la denominada Mineria de Datos, la cual combina técnicas semiautomaticas de
inteligencia artificial, analisis estadistico, bases de datos y visualizacion grafica,
para la obtencion de informacion que no esté representada explicitamente en los
datos.

La Mineria de Datos descubre relaciones, tendencias, desviaciones,
comportamientos atipicos, patrones y trayectorias ocultas, con el propésito de
soportar los procesos de toma de decisiones con mayor conocimiento. La Mineria
de Datos se puede ubicar en el nivel mas alto de la evolucién de los procesos
tecnoldgicos de analisis de datos.

La Mineria de Datos (Data Mining) debe su nombre a. la analogia entre una
montafia y la gran cantidad dé datos almacenados en cualquier empresa. Dentro
de la montafia, ocultos entre piedras y tierra, se encuentran diamantes de gran
valor que mediante actividades de mineria son encontrados y aprovechados.

18
MC Beatriz Beltran Martinez



Mineria de Datos

2.2.1 Algunas definiciones de Mineria de Datos

La bibliografia es muy amplia a la hora de dar definiciones sobre Data

Mining, resaltamos las siguientes:

1.

2.

Conjunto de técnicas; que automatizan la deteccion de patrones relevantes.

Proceso que permite transformar informacién en conocimiento Gtil para el
negocio, a través del descubrimiento y cuantificacion de relaciones en una
gran base de datos.

La técnica denominada como Data Mining puede ser definida como el
proceso de extraccion de informacion y patrones de comportamiento que
permanecen ocultos entre grandes cantidades de informacion: Es un
proceso iterativo en el que a los avances que se van produciendo en cada
paso se les denomina descubrimientos (KDD — Knowledge Discovery in
Database)

El Data Mining es un proceso que, a través del. descubrimiento y
cuantificacion de relaciones predictivas en los datos, permite transforma la
informacion disponible en conocimiento util, Constituye una de .las vias
principales de explotacion de Data Warehouse.

El Data Mining surgié como una integracion de multiples tecnologias tales
como la estadistica, el soporte a la toma de decisiones, el aprendizaje
automatico, la gestién y almacenamiento de bases datos y procesamiento
en paralelo. Para la realizacibn de estos procesos se aplican técnicas
procedentes de muy diversas areas, como pueden ser los algoritmos
genético, las redes neuronales, los arboles de decision, etc.

Se ha llamado mineria de datos, al analisis de archivo y bitadcoras de
transacciones con el fin de descubrir patrones, relaciones, reglas,
asociaciones 0 incluso excepciones que sean Utiles para la toma de
decisiones.

DM es el proceso de descubrimiento significativo de nuevas correlaciones,
patrones y tendencias de grandes cantidades datos almacenados en
repositorios, utilizando tecnologias de reconocimiento de patrones, asi
como también técnicas estadisticas y matematicas.

DM es la exploracion y analisis, a través de medios automaticos y
semiautomaticos, de grandes cantidades de datos con el fin de descubrir
patrones y reglas significativos.

DM es el uso de herramientas estadisticas avanzadas para investigar en las
bases de datos existentes en una compafia, por medio del descubrimiento
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de patrones y relaciones que pueden ser explotadas en el contexto de los
negocios.

10.DM es la combinacion de métodos poderosos que ayudan a la reduccion de
costos y riesgos, asi como también al incremento de las rentas por la
extraccion de la informacién estratégica desde los datos disponibles

2.3 ¢,Qué no es mineria de datos?
Data miningno esestadistica

Comunmente ambos términos se confunden, de hecho, segun algunos,
Data mining es el sucesor de la estadistica tal como se usa actualmente. La
estadistica y el Data Mining tienen el mismo objetivo, que es construir "modelos"
compactos y comprensibles que rindan cuenta de las relaciones establecidas entre
la descripcién de una situacion y un resultado relacionado con dicha descripcion.
Sin embargo, existen claras diferencias entre ellos:

Fundamentalmente, la diferencia entre ambas consiste en que las técnicas
del Data Mining construyen el modelo de manera automética mientras que las
técnicas estadisticas “"clasicas" necesitan ser manejadas y orientadas por un
estadistico profesional. Las técnicas del data Mining permiten ganar tanto en
performance como en manejabilidad e incluso en tiempo de trabajo, la posibilidad
de realizar uno mismo sus propios modelos sin necesidad de contratar ni ponerse
de acuerdo con un estadistico, proporciona gran libertad a los usuarios
profesionales.

La Mineria de Datos aventaja a la estadistica en los siguientes supuestos:

V Mineria de datos utiliza técnicas estadisticas, pero también utiliza técnicas
de Inteligencia Atrtificial.

V Las técnicas estadisticas se centran generalmente en técnicas
confirmatorias, mientras que las técnicas de mineria de datos son
generalmente exploratorias. Asi, cuando el problema al que pretendemos
dar respuesta es refutar o confirmar una hipoétesis, podemos utilizar ambas
ciencias, sin embargo, cuando el objetivo es meramente exploratorio surge
la necesidad de delegar parte del conocimiento analitico de la empresa en
técnicas de aprendizaje utilizando mineria de datos.

V A mayor dimensionalidad del problema, mineria de datos ofrece mejores
soluciones. Cuantas mas variables entren en el problema, mas dificil resulta
encontrar hipétesis de partida interesantes.

V Las técnicas de mineria de datos son menos restrictivas que las
estadisticas. Una vez encontrado un punto de partida interesante y
dispuestos a utilizar analisis estadistico en particular, puede suceder que
los datos no satisfagan los requerimientos del analisis estadistico. Entonces
las variables deberan ser examinadas para determinar que tratamiento
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permite adecuarlas al analisis, no siendo posible o conveniente en todos los
casos. La mineria de datos permite ser utilizada con los minimos de
supuestos posibles.

Data miningno esOLAP

Las herramientas OLAP permiten navegar rapidamente por los datos, pero
no se genera informacion en el proceso. Se llaman sistemas OLAP (On Line
Analytical Processing) a aquellos sistemas que deben:

V Soportar requerimientos complejos de analisis
V Analizar datos desde diferentes perspectivas
V Soportar analisis complejos contra un volumen ingente de datos

La funcionalidad de los sistemas OLAP se caracteriza por ser un analisis
multidimensional de datos mediante navegacion del usuario por los mismos de
modo asistido.

Existen dos arquitecturas diferentes para los sistemas OLAP: OLAP
multidimensional (MD-OLAP) y OLAP relacionales (ROLAP).

La arquitectura MD-OLAP usa bases de datos multidimensionales, la
arquitectura ROLAP implanta OLAP sobre bases de datos relacionales. La
arquitectura MDOLAP requiere unos calculos intensivos de compilacion. Lee de
datos precompilados, y tiene capacidades limitadas de crear agregaciones
dinamicamente o de hallar ratios que no se hayan precalculados y almacenados
previamente.

La arquitectura ROLAP, accede a los datos almacenados en un Data
Warehouse para proporcionar los analisis OLAP. La premisa de los sistemas
ROLAP es que las capacidades OLAP se soportan mejor contra las bases de
datos relacionales.

Los usuarios finales ejecutan sus analisis multidimensionales a través del
motor ROLAP, que transforma dindmicamente sus consultas a consultas SQL. Se
ejecutan estas consultas SQL en las bases de datos relacionales, y sus resultados
se relacionan mediante tablas cruzadas y conjuntos multidimensionales para
devolver los resultados a los usuarios. ROLAP es una arquitectura flexible y
general que crece para dar soporte a amplios requerimientos OLAP. El MOLAP es
una solucién particular, adecuada para soluciones departamentales con unos
volumenes de informacion y niumero de dimensiones mas modestos

2.4 ;Qué promete la Mineria de Datos?

La tecnologia informatica es infraestructura fundamental de las grandes
organizaciones y permite, hoy en dia, registrar con lujo de detalle, los elementos
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de todas las actividades con asombrosa facilidad. La tecnologia de bases de datos
permite almacenar cada transaccion, y muchos otros elementos que reflejan la
interacciobn de la organizacion con todos sus interlocutores, ya sean otras
organizaciones, sus clientes, o internamente, sus divisiones, sus empleados,
etcétera. Tenemos pues, un registro bastante completo del comportamiento de la
organizacion. Pero, ¢como traducir ese voluminoso acervo en experiencia,
conocimiento y sabiduria corporativa que apoye efectivamente la toma de
decisiones, especialmente al nivel gerencial que dirige el destino de las grandes
organizaciones? ¢Coémo comprender el fendbmeno, tomando en cuenta grandes
volumenes de datos?

La Mineria de Datos ha surgido del potencial del analisis de grandes
volumenes de informacion, con el fin de obtener resimenes y conocimiento que
apoye la toma de decisiones y que pueda construir una experiencia a partir de los
millones de transacciones detalladas que registra una corporacion en sus
sistemas informaticos.

Por razones que detallaremos mas adelante, la Mineria de Datos parece ser
mas efectiva cuando los datos tienen elementos que pueden permitir una
interpretacion y explicacion en concordancia con la experiencia humana. Lo
anterior se facilita mucho si estos elementos son el espacio y el tiempo.
Afortunadamente, se estima que el 80% de los datos registrados en una base de
datos tiene la posibilidad de geo-referenciarse y, ell 00%, de puntualizarse
temporalmente. ¢ Qué quiere decir esto? En primer lugar, que en la mayoria de los
casos es posible asociar un punto en el espacio, un domicilio, unas coordenadas
geograficas con la entidad que representa el dato, una fecha o punto en el tiempo.
En segundo lugar, que los patrones o inferencias sobre los datos son usualmente
interesantes, en la medida en que son patrones en el tiempo o en el espacio. Por
ejemplo, qué productos se comercializan mejor en la temporada navidefia, en qué
regiones es productivo sembrar café, etc.

La tecnologia promete analizar con facilidad grandes volimenes de datos y
reconocer patrones en tiempo y espacio que soportaran la toma de decisiones y
construirdn un conocimiento corporativo de alto nivel. La tecnologia de Mineria de
Datos parece robusta y lista para su aplicacién, dado el gran crecimiento de
empresas que comercializan software con diferentes técnicas. Mas aun, gran parte
de estas técnicas son una combinacion directa de madurez en tecnologia de
bases de datos y "data warehousing", con técnicas de aprendizaje automatico y de
estadistica. Sin embargo, la tecnologia enfrenta aun varios retos.

2.4.1 Primer Reto de la Mineria de Datos

El primero de estos retos, es la facilidad con que se puede caer en una
falsa interpretacion; para explicarlo, basta reconocer que las primeras y mas
maduras técnicas para el analisis de datos, con el fin de modelar un fenémeno,
provienen de la estadistica. Todos sabemos que existe la posibilidad de ser
engafados por la estadistica; no todos tenemos un solido entendimiento de las
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matematicas, los supuestos y el modelado para entender a la perfeccion el riesgo
o0 margen de error en un ejercicio de inferencia estadistica, pero todos operamos y
funcionamos con resumenes e indicadores estadisticos generalmente muy
simples. Cuando decimos que una gran decision se basd en la informacion
disponible, tipicamente es una serie de promedios y estimadores estadisticos que
presentan una generalizacion de un gran volumen de datos, donde se hace una
inferencia.

La estadistica es una herramienta poderosa, y es elemento crucial en el
analisis de datos. Sin embargo, a veces enfrentamos problemas muy serios en la
interpretacion de sus resultados. El ejemplo tipico es que, usualmente, no
recordamos que estos resultados se aplican a grupos (poblaciones) y no a
individuos. Estos peligros se ven amplificados en el uso de software de Mineria de
Datos. Dichas herramientas informaticas pueden poner a disposicion de un
“analista" (o minero de datos), la posibilidad de crear facilmente indicadores,
resumenes, gréaficas, y aparentes tendencias, sin un verdadero entendimiento de
lo que se esta reflejando. Es decir, resulta mas facil hacer creible una falsedad,
posiblemente porque la produjo una computadora, con muchas graficas y con
base en muchos datos, eso si, en un instante.

Asi que el reto es doble. ¢(Como hacer las herramientas de mineria de
datos accesibles a cualquiera, hasta aquel que no sabe lo mas minimo de
estadistica, pero que sus resultados e interpretaciones sean validos? Noétese que
es importante que la herramienta tenga un gran elemento de accesibilidad para
que su produccion sea rentable. Un ejemplo de esto son las bases de datos
relacionales, pues su disefio, modelado, y las herramientas alrededor de los
manejadores, han hecho posible que no se requiera de una gran especializacion
para tener una gran cantidad de usuarios y que, por lo tanto, el mercado sea
extenso para mantener a los que producen manejadores de datos.

Naturalmente, es importante que las inferencias sean validas. Esto nos trae
a un segundo punto critico, o segundo reto. ¢Si con la estadistica enfrentamos el
problema de que es relativamente facil equivocarse, lo vamos a lograr con la
Mineria de Datos?

2.4.2 Segundo Reto: ¢Por qué es mas facil equivazam la Mineria de Datos?

La primera raz6n es porgue, aun con la estadistica, el hallar una correlaciéon
(estadisticamente significativa) no significa haber encontrado una relacion causa —
efecto. El contraejemplo clasico lo constituyen los datos anuales de edad, de las
personas fallecidas en los Estados Unidos, por estados. Los analisis estadisticos
mas abundantes encuentran que el estado de Florida tiene, afio tras afio, la edad
promedio mas avanzada en que la gente fallece, y con todo el rigor (y significancia
estadistica) que se desee. ¢Es acaso esto un indicador de que nacer en Florida
garantiza longevidad? ¢Se vive mas si se muda uno a la peninsula? De ninguna
manera; la verdadera explicacion es que Florida alberga a una gran cantidad de
pensionistas, retirados, etcétera. La gente se va a morir a Florida, pero para
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entonces, ya es muy mayor. Si se muere antes de ser pensionista, se muere en su
lugar de origen, forzando el promedio de su estado a bajar; si vive mucho, le
alcanza para mudarse a Florida y subir alli el promedio.

El software de Mineria de Datos esta disefiado para hallar correlaciones,
para olfatearlas. Su tarea consiste en encontrar aquella proyeccion de los datos,
aquella perspectiva donde aparece una correlacion y, lamentablemente, en
muchos casos, presentarla como wuna relacibn .causa-efecto. Esto es
especialmente cierto en los sistemas que generan reglas de asociacion, de tal
forma:

“SI ESTADO = FLORIDA, ENTONCES, EDAD AL FALLECIMIENTO = ANCIANA”

Esto se deriva de que la Mineria de Datos sigue una filosofia muy diferente
a como se hace la ciencia. La ciencia, generadora del conocimiento y fundamento
de nuestra sorprendente tecnologia, opera con base en el método cientifico. Este
método postula que la hipétesis se genera con antelacion a la coleccién de los
datos. La Mineria de Datos genera hipoétesis a partir de los datos. No es
catastrofico que se generen hipotesis a partir de los datos. En realidad, el formular
creencias a partir de una experiencia finita y limitada es un elemento fundamental
del aprendizaje, pero el otro elemento crucial consiste en la revisibn de las
hipotesis a la luz de nuevos datos y nuevas experiencias.

La Mineria de Datos es una herramienta explorativa y no explicativa. Es
decir, explora los datos para sugerir hipotesis. Es incorrecto aceptar dichas
hip6tesis como explicaciones o relaciones causa-efecto. Es necesario coleccionar
nuevos datos y validar las hipétesis generadas ante los nuevos datos, y después
descartar aquellas que no son confirmadas por los nuevos datos.

Pero la Mineria de Datos no puede ser experimental. En muchas
circunstancias, no es posible reproducir las condiciones que generaron los datos
(especialmente si son datos del pasado, y una variable es el tiempo).

2.4.3 Tercer Reto: Tiempo, Espacy Privacidad

La modelacién en computadora del tiempo y el espacio son problemas
complejos, especialmente para hacer inferencias. Esto hace que las técnicas de,
Aprendizaje Automatico enfrenten mayores dificultades cuando abordan los temas
gue parecen mas interesantes, de descubrimiento de patrones.

A esto se afiaden varios tipos de problemas. El primero, es el de Mineria de
Datos con relaciones en el tiempo. Es muy posible que se deseen hacer
inferencias y andlisis de datos sobre un periodo determinado, pero que durante
dicho periodo no se haya registrado el mismo numero de variables, o que éstas no
tengan la misma precision, o carezcan de la misma interpretacion. En ciertos
casos puede que se haya hecho un ejercicio de Mineria de Datos en el pasado y
que los datos se hayan descartado o destruido, pero que se desee hacer una
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comparacion con datos mas recientes. Notese que un ejercicio de Mineria de
Datos puede traer a la luz relevancia de variables y factores, pero que sea
imposible recopilar estas variables y completar adecuadamente conjuntos de
datos del pasado. Otros problemas de analisis de datos con relacién al tiempo,
son asociados a la granularidad de: los datos con respecto al tiempo. En este
sentido, no se conocen todos los datos en el continuo del tiempo. Por ejemplo, si
se hacen recopilaciones mensuales, es imposible hacer una prediccién semanal.

Finalmente, quisiera tocar el punto de lo que es privacidad. Cuando la
Mineria de Datos era aun emergente, se llegd a pensar que no presentaba ningun
peligro o riesgo para la privacidad de los clientes. Hoy en dia, se piensa todo lo
contrario, sin embargo, no existe un marco juridico que haya mantenido el paso
con el avance tecnolégico. Esto es, hoy en dia, las corporaciones comercializan
con millones de perfiles personales, sin que aquellos a que se refieren los datos
intercambiados, estén .en posibilidad de intervenir. Cada llamada telefénica, cada
transaccion bancaria, cada compra en un supermercado, es registrada en una
computadora, y si la compaiiia de teléfonos, el banco y el club de supermercados
combinan sus bases de datos, estan en condiciones de elaborar un perfil muy
completo. Este perfil definiria a mas de una persona. Si a esto afladimos qué sitios
de WEB visita, qué y donde se compré con la tarjeta de crédito, etcétera, no existe
ninguna privacidad. El problema va desde las definiciones de qué constituye
privacidad y quién es el propietario de los datos, hasta qué tanto de un individuo,
esta en posibilidad real de compilarse.

2.5 Tareas de la Mineria de Datos.

El proceso de mineria involucra ajustar modelos o determinar patrones a
partir de datos. Este ajuste normalmente es de tipo estadistico, en el sentido que
se permite un cierto ruido o error dentro del modelo.

Los algoritmos de mineria de datos realizan en general tareas de prediccion
(de datos desconocidos) y de descripcion (de patrones).

Las tareas principales son:

V Agrupamiento o Identificacion de Clases: Es una tarea en donde se busca
identificar un conjunto de categorias o conjuntos para describir los datos.
Las categorias pueden ser mutuamente exclusivas y exhaustivas, o
consistir de una representacion jerarquica, o permitir solapamientos. Entre
los ejemplos que utilizan agrupamiento en aplicaciones de KDD, se incluyen
las subpoblaciones homogéneas de consumidores en una base de datos de
mercados Yy la identificacion de subcategorias en el espectro de alguna
medida. Se utilizan algoritmos de clustering.

V Clasificacion: Es la habilidad para adquirir una funcion que mapee (clasifica)
un elemento de dato a una de varias clases predefinidas. Ejemplos de
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métodos de Clasificacion usados como parte de las aplicaciones de KDD,
se encuentran la clasificacion de" tendencias en los mercados financieros y
la identificacion automatica de objetos de interés en grandes bases de
datos de imagenes.

V Condensacion o Descripcibn de Conceptos: Consiste en encontrar un
método que permita encontrar una descripcion compacta de un subconjunto
de datos. Los métodos mas sofisticados involucran reglas de compactacion
técnicas de visualizacion multivariada y descubrimiento de relaciones
funcionales entre las variables. Estas técnicas son a menudo aplicadas en
el andlisis datos en forma interactiva y en la generaciébn de reportes
automaticos.

V Deteccion de Desviaciones, Casos Extremos o Anomalias: Detectar los
cambios mas significativos en los datos con respecto a valores pasados o
normales. Sirve para filtrar grandes volumenes de datos que son menos
probables de ser interesantes. El problema esta en determinar cuando una
desviacion es significativa para ser de interés.

V Modelado de Dependencias: Consiste en encontrar un modelo el cual
describa las dependencias significantes entre las variables. Los modelos de
dependencia existen a dos niveles: A nivel estructural del modelo
especifica, a menudo en forma gréfica, cuales variables son localmente
dependientes sobre cada una de las otras, mientras que a nivel cuantitativo
especifica la robustez de las dependencias, usando una escala numérica.
Por ejemplo, las redes de dependencia probabilistica usan una
independencia condicional para especificar el aspecto estructural del
modelo y probabilidades y correlaciones para especificar la solidez de las
dependencias. Las redes de dependencia probabilistica se encuentran en
aplicaciones, tales como: los sistemas expertos probabilistico para bases
de datos médicas, recuperacién de informacién y en el modelado de los
fenémenos humanos.

V Regresién: Consiste en adquirir una funcion que mapee un elemento de
dato a una variable de prediccion de valor real. Existen muchas
aplicaciones, como por ejemplo, predecir la cantidad de biomasa presente
en un bosque dado, sensado remotamente por via microondas, estimar la
probabilidad de que un paciente no muera, dados los resultados de un
conjunto de pruebas de diagnosticos, predecir la demanda de un
consumidor por un nuevo producto como una funcién del gasto publicitario.

2.6 Proceso de Mineria de Datos

El proceso de Data Mining se inicia con la identificacion de los datos. Para
ello hay que imaginar qué datos se necesitan, donde se pueden encontrar (en una
o varias bases de datos; en papel, etc.) y cdmo conseguirlos. Una vez que se
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dispone de los datos, se deben preparar, poniéndolos en bases de datos en un
formato adecuado o construir una warehouse. Esta es una de las tareas mas
dificiles del Data Mining. Una vez que se tiene los datos en el formato adecuado
hay que realizar una seleccion de los datos esenciales y eliminacion de los
innecesarios.

Antes de proceder al analisis de los datos por Data Mining, conviene tener
una idea de qué es lo que interesa averiguar, qué herramientas se necesitan y
como proceder. Tras aplicar la herramienta elegida o construida por nosotros
mismos hay que saber interpretar los resultados o patrones obtenidos para saber
los que son significativos y cdmo podarlos para extraer Unicamente los resultados
Utiles. Tras examinar los resultados utiles hay que identificar las acciones que
deben de ser tomadas, discutirlas y pensar en los procedimientos para llevarlas a
cabo e implementarlas.

Una vez implementadas hay que evaluarlas para ello hay que observar los
resultados, los beneficios y el coste para poder reevaluar el procedimiento
completo. Para entonces los datos pueden haber cambiado, nuevas herramientas
pueden estar disponibles y probablemente habra que planificar el siguiente ciclo
de mineria.

La actividad de mineria de datos es en realidad un proceso que involucra
ajustar modelos o determinar patrones a partir de datos. El ajuste en modelos
normalmente es de tipo estadistico, en el sentido que se permite un cierto ruido o
error dentro del modelo, en tanto que el establecimiento de patrones es
generalmente de tipo deterministico o probabilistico. Los pasos a seguir para la
realizacion de un proyecto de mineria de datos son siempre los mismos,
independientemente de la técnica especifica de extraccion de conocimiento
usada.

A continuacion se proporciona una vision general del proceso de mineria de
datos y una breve descripcién de cada estado:

S
Datos
v v

Seleccion ’ Preprocesado ’ Seleccion de ' Extraccion de _> Evaluacién

caracteristicas conocimiento
A A A A Al
1 | . | !
e E e L D el ]
|
* Modelo
Clasificador

Conocimiento
Figura 2. Proceso de la Mineria de Datos
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El proceso de mineria de datos pasa por los siguientes estados:

Procesado de los datos.

Seleccion de caracteristicas.

Uso de un algoritmo de extraccion de conocimiento
Interpretacion y evaluacion.

< <<

2.6.1 Procesado de los Datos

S
Datos
v v

Seleccion | _p, Seleccion de 9| | Extraccionde | | Evaluacion
caracteristicas conocimiento
A A A A Tl
1 1 1 1 1
) S, Lo 1 e~ J
1
1
1
Modelo
v
Clasificador

. o nocimien
Figura 3. Proceso de la Mineria de Datos: Preprocesado Conocimiento

El formato de los datos contenidos en la fuente de datos (base de datos,
Data Warehouse, etc.) nunca es el idéneo, y la mayoria de las veces no es posible
ni siquiera utilizar ningan algoritmo de mineria sobre los datos "en bruto". Mediante
el preprocesado, se filtran los datos (de forma que se eliminan valores
incorrectos, no validos, desconocidos; segun las necesidades y el algoritmo a
usar), se obtienen muestras de los mismos (en busca de una mayor velocidad de
respuesta del proceso), o se reducen el nimero de valores posibles (mediante
redondeo, clustering, etc.).

2.6.2 Seleccién de Caracteristicas

-
Datos .
v v

conocimiento

Seleccion | p,| | Preprocesado | - a Extraccionde P | Evaluacion

Modelo
v Clasificador

Figura 4. Proceso de la Mineria de Datos: Seleccion Conocimiento
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Aun después de haber sido preprocesados, en la mayoria de los casos se
tiene una cantidad ingente de datos. La seleccion de caracteristicas reduce el
tamafo de los datos eligiendo las variables mas influyentes en el problema, sin
apenas sacrificar la calidad del modelo de conocimiento obtenido del proceso de
mineria.

Los métodos para la seleccion de caracteristicas son basicamente dos:
V Aguellos basados en la eleccién de los mejores atributos del problema,
V Y agquellos que buscan variables independientes mediante tests de
sensibilidad, algoritmos de distancia o heuristicos.
2.6.3 Algoritmos de Aprendizaje
——
m Datos .
:
v N A

Seleccion | | Preprocesado [ Seleccion de > = Evaluacion
caracteristicas

A A x A Al
1 : 1 1 1
L o - S, l_ J
1
! Modelo
v Clasificador

Figura 5. Proceso de la Mineria de Datos: Extraccion Conocimiento

Mediante una técnica de mineria de datos, se obtiene un modelo de
conocimiento, que representa patrones de comportamiento observados en los
valores de las variables del problema o relaciones de asociacion entre dichas
variables. También pueden usarse varias técnicas a la vez para generar distintos
modelos, aunque generalmente cada técnica obliga a un preprocesado diferente
de los datos.

2.6.4 Evaluacién y Validacion

Una vez obtenido el modelo, se debe proceder a su validacién,
comprobando que las conclusiones que arroja son validas y suficientemente
satisfactorias. En el caso de haber obtenido varios modelos mediante el uso de
distintas técnicas, se deben comparar los modelos en busca de aquel que se
ajuste mejor al problema. Si ninguno de los modelos alcanza los resultados
esperados, debe alterarse alguno de los pasos anteriores para generar nuevos
modelos.
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)
=4
(@)
7]

v v

Seleccion | .| | Preprocesado | Seleccionde 9| | Extraccionde —pp
caracteristicas conocimiento

A A A A A ¢
b . L b h
1
1
. Modelo
v Clasificador

Conocimiento
Figura 6. Proceso de la Mineria de Datos: Evaluacion

La mineria de datos se puede definir como un proceso analitico disefiado
para explorar grandes cantidades de datos (generalmente datos de negocio y
mercado) con el objetivo de detectar patrones de comportamiento consistentes o
relaciones entre las diferentes variables para aplicarlos a nuevos conjuntos de
datos.

Como se puede apreciar en los estados anteriores, la esencia del problema
consiste en "escarbar" en la informacidbn almacenada para "descubrir® los
elementos de utilidad.
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CAPITULO Il
METODOS Y TECNICAS DE MINERIA DE DATOS

3.1 Tipologia de Técnicas de Mineria de Datos

Las técnicas de mineria de datos crean modelos que son predictivos y/ o
descriptivos. Un modelo predictivo responde preguntas sobre datos futuros. Un
modelo descriptivo proporciona informacion sobre las relaciones entre los datos y
sus caracteristicas.

Los algoritmos supervisados o predictivos predicen el valor de un atributo
(etigueta) de un conjunto de datos, conocidos otros atributos (atributos
descriptivos). A partir de datos cuya etiqueta se conoce se induce una relacion
entre dicha etiqueta y otra serie de atributos. Esas relaciones sirven para realizar
la prediccién en datos cuya etiqueta es desconocida. Esta forma de trabajar se
conoce como aprendizaje supervisado y se desarrolla en dos fases:

V Entrenamiento (construccion de un modelo usando un subconjunto de
datos con etiqueta conocida) vy,
V Prueba (prueba del modelo sobre el resto de los datos).

Cuando una aplicacibn no es lo suficientemente madura no tiene el
potencial necesario para una solucién predictiva, en ese caso hay que recurrir a
los métodos no supervisados o de descubrimiento del conocimiento que
descubren patrones y tendencias en los datos actuales (no utilizan datos
histéricos). El descubrimiento de esa informacion sirve para llevar a cabo acciones
y obtener un beneficio (cientifico o de negocio) de ellas.

Ejemplo de Modelo Predictivo: Queremos saber si jugar o no jugar esta
tarde al tenis.

Exanple Sky Temperature Humidity ~ Wind Play Tennis

1 Sunny Hot High Weak No
2 Sunny Hot High Strong No
3 Overcast Hot High Weak Yes
4 Rain Mild High Weak Yes
5 Rain Cool Normal Weak Yes
6 Rain Cool Normal Strong No
7 Overcast Cool Normal Strong Yes
8 Swnny Mild High Weak No
9 Sunny Cool Normal Weak Yes
10 Rain Mild Normal Weak Yes
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11

12
13
14

Sunny

Overcast
Overcast
Rain

Tabla2. At ri but os

Mild
Mild
Hot
Mild

Normal Strong

High Strong
Normal Weak
High Strong

Yes

Yes
Yes
No

para eni G empl o APl ay

V Pasamos estos ejemplos a un algoritmo de aprendizaje de arboles de

decision, sefialando el atributo "Play Tennis" como la clase.

V El resultado del algoritmo es el siguiente modelo:

Sunny

High

Normal

No

Yes

Overcast

Yes

Strong

Rain

Weak

No

Figura 7. Arbol de decision

Yes

Ahora podemos utilizar este modelo para predecir si esta tarde jugamos o

no al tenis.

Por ejemplo, la instancia: (Outlook = sunny, Temperature = hot, Humidity =
high, Wind = strong) es No.

#Ej Sueldo Casado Coche Hijos Alg/Prop

10000
20000
15000

10000
40000
25000
20000
20000

© O N U WDNPEF

30000.

Sl
No
Sl
Sl
Sl
No
No
No
Sl

No
Sl
Sl
Sl
Sl
Sl
No
Sl
Sl
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0

WO O OO LNk

Alquiler
Alquiler
Prop
Alquiler
Prop
Alquiler
Alquiler
Prop
Prop

Sindico
No 7
Sl 3
Sl 5
No 15
Sl 1
Sl 3
Sl 0
Sl 2
No 7

Bajas/Afio  Antigiedad Sexo

15 H
3 M
10 H
7 M
6 H
16 M
8 H
6 M
5 H

w
N
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11
12
13
14
15

Mineria de Datos

30000 Sl Sl 2 Prop No 1 20 H
50000 No No 0 Alquiler No 2 12 M
8000 SI SI 2 Prop No 3 1 H
20000 No No 0 Alquiler No 27 5 M
10000 No SI 0 Alquiler Sl 0 7 H
8000 No SI 0 Alquiler No 3 2 H

Tabla 3. Categorias de Empleados

Ejemplo de Modelo Descriptivo: Queremos categorizar nuestros empleados.
Tenemos estos datos de los empleados:

V Pasamos estos ejemplos a un algoritmo de clustering K — means. Se crean
tres clusters, con la siguiente descripcion:

Cluster 1: 5 examples Cluster 2: 4 examples Cluster 3: 6 examples
Sueldo: 226000 Sueldo: 225000 Sueldo: 188333
Casado: No A 0.8 Casado: No A 1.0 Casado: SiA 1.0
SiA 0.2 Coche: SiA 10 Coche: SiA 1.0
Coche: No A 0.8 Hijos: 0 Hijos: 2
SiA 0.2 Alg/Prop: Alquiler A 0.75 Alg/Prop: Alquiler A 0.2
Hijos: 0 Prop A 0.25 Prop A 0.8
Alg/Prop: Alquiler A 1.0 Sindic: SiA 10 Sindic: No A 0.67
Sindic: No A 0.8 Baja / Afo: 2 SiA 0.33
SiA 0.2 Antigliedad: 8 Baja / Afo: 5
Baja / Afo: 8 Sexo: HA 0.25 Antiguedad: 8
Antiguedad: 8 M A 0.75 Sexo: HA 083
Sexo: HA 0.6 M A 0.0.17
MAO0.4

Tabla 4. Cluster generados
GRUPO 1 Sin hijos y de alquiler. Poco sindicados. Muchas bajas.
GRUPO 2 Sin hijos y con coche. Muy sindicados. Pocas bajas. Normalmente de
alquiler y mujeres.

GRUPO 3 Con hijos, casados y con coche. Propietarios. Poco sindicados.
Hombres.

3.2 Taxonomia de las Técnicas de Mineria de Datos

Clasificacion de las técnicas de aprendizaje

Cualquier problema de aprendizaje inductivo se puede presentar (mas o
menos directamente) de cualquiera de estas cuatro formas:

V Interpolacion: una funcion continua sobre varias dimensiones.
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V Prediccion
secuencialmente. Se predice el siguiente valor de la secuencia. Caso
particular de interpolacion con 2 dimensiones, una discreta y regular.

secuencial: las

observaciones

estan

ordenadas

Discovery Driven DM

SQL

Prediction

Classification

Statistical
Regression

Decision Tree

Rule Induction

Data Mining
Verification Driven DM
SQL Generator Description
Query Tools | — Visualization |
OLAP Clustering |—
Association
Sequential Association

Distillation [—

Neural Network

Figura 8. Taxonomia de las técnicas de DM

V Aprendizaje supervisado: cada observacion incluye un valor de la clase a
la que corresponde. Se aprende un clasificador. Caso particular de
interpolacion: la clase es discreta.

V Aprendizaje no supervisado: el conjunto de observaciones no tiene
clases asociadas. El objetivo es detectar regularidades en los datos de
cualquier tipo: agrupaciones, contornos, asociaciones, valores anémalos.

V Abduccion o Aprendizaje Analitico: B es muy importante. El objetivo es
explicar la evidencia respecto a B.

A continuacion haremos una clasificacion de los algoritmos Predictivos y
Descriptivos:

Predictivo

MC Beatriz Beltran Martinez
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V Interpolacion y Prediccion Secuencial.
Generalmente las mismas técnicas:

A Datos continuos (reales):
Regresion Lineal:
Regresidn lineal global (clasica).
Regresion lineal ponderada localmente.
Regresion No Lineal: logaritmica, pick & mix, etc.

A Datos discretos:
No hay técnicas especificas: se suelen utilizar técnicas de algoritmos
genéticos o algoritmos de enumeracion refinados.

V Aprendizaje supervisado.
Dependiendo de si se estima una funcién o una correspondencia:

A Clasificacion: se estima una funcion (las clases son disjuntas).
A Categorizacion: se estima una correspondencia (las clases pueden
solapar).

Dependiendo del nimero y tipo de clases:

A Clase discreta: se conoce como "clasificacion”.
Ejemplo: Determinar el grupo sanguineo a partir de los grupos
sanguineos de los padres.

A Si sélo tiene dos valores (V y F) se conoce como "concept learning”.
Ejemplo: Determinar si un compuesto quimico es cancerigeno.

A Clase continua o discreta ordenada: se conoce como "estimacion”.
Ejemplo: Estimar el nimero de hijos de una familia a partir de otros
ejemplos de familias.

V Aprendizaje supervisado (Clasificacion).
Técnicas:

K — NN (Nearest Neighbor).

K — means (competitive learning).

Perceptron Learning.

Multilayer ANN methods (e. g. backpropagation).
Radial Basis Functions.

Decision Tree Leaming (e. g. 103, C4.5, CART).
Bayes Classifiers.

Center Splitting Methods.

> T I > I T D D
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A Rules (CN2).
A Pseudo- relational: Supercharging, Pick- and- Mix.
A Relational: ILP, IFLP, SCIL.

Descriptivo

Vv

Vv

Andlisis Exploratorio
Técnicas:

A Estudios correlacionales.
A Dependencias.

A Deteccién datos anémalos.
A Andlisis de dispersion.

Segmentaciéon (Aprendizaje no supervisado)
Técnicas de clustering:

K — means (competitive learning).

redes neuronales de Kohonen

EM (Estimated Means) (Dempster 1977).
Cobweb (Fisher 1987).

AUTOCLASS

Tou I I I I

Ejemplos:

Predictivos

Descriptivos

A

(9 Interpolacion: X)g( Xy x f(2,2) =7
X

v

9 Prediccién Secuenciali, 2, 3,5, 7,11, 13,17,19, ... ?
1 Aprendizaje Supervisado:

13->4.
35->8. 4 2->7
72->0.
\
(9 Segmentacion (Aprendizaje no supervisados):
@2 < e ¢Cuantos grupos hay?
g : A b)
o o7 ¢ Qué grupos formo?
g D g
Tg

\_ T Analisis Exploratorio: Correlaciones, Asociaciones y Dependencia
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3.2.1 Técnicas No Supervisadas y Descriptivas.
Métodos Descriptivos
V Correlacion y Asociaciones (analisis exploratorio o links analysis):

Coeficiente de correlacion:

T I 16
0 ¢ ufw —

Donde

P . .
- w w

6 ¢ ofw

Asociaciones (cuando los atributos son discretos).

Ejemplo: tabaquismo y alcoholismo estan asociados.

Dependencias funcionales: asociacidon unidireccional.

Ejemplo: el nivel de riesgo de enfermedades cardiovasculares
depende del tabaquismo y alcoholismo (entre otras cosas).

V Correlaciones y Estudios Factoriales

Permiten establecer relevancia! irrelevancia de factores y si aquélla es
positiva 0 negativa respecto a otro factor o variable a estudiar.

Ejemplo (Kiel 2000): Estudio de visitas: 11 pacientes, 7 factores:

A Health: salud del paciente (referida a la capacidad de ir a la
consulta). (1- 10)

A Need: conviccién del paciente que la visita es importante. (1- 10)

A Transportation: disponibilidad de transporte del paciente al centro. (1-
10)

A Child Care: disponibilidad de dejar los nifios a cuidado. (1- 10)

A Sick Time: si el paciente esta trabajando, puede darse de baja. (1-
10)

A Satisfaction: satisfaccion del cliente con su médico. (1- 10)

A Ease: facilidad del centro para concertar cita y eficiencia de la
misma. (1- 10)

A No i Show: indica si el paciente no se ha pasado por el médico

durante el ultimo afio (O se ha pasado, 1 no se ha pasado).
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Matriz de correlaciones:

Health Need Transportation Child Care Sick Time  Satisfaction Ease Noi Show
Health 1
Need -0.7378 1
Transportation 0.3116 -0.1041 1
Child Care 0.3116 -0.104 1 1 1
Sick Time 0.2771 0.0602 0.6228 0.6228 1
Satisfaction 0.22008 -0.1337 0.6538 0.6538 0.6257 1
Ease 0.3887 -0.0334 0.6504 0.6504 0.6588 0.8964 1

Noi Show 0.3955 -0.5416 -0.5031 -0.5031 -0.7249 -0.3988 -0.3278 1

Coeficientes de Regresion:

Independent Variable  Coefficient

Health .6434 : .

Need 0445 Indica que un incremento de

T It i 9391 1 en el factor Health aumenta
ra}nsporta et ~ la probabilidad de que no

C_h'ld (_Jare ~-0599 aparezca el paciente en un

SIC!( Tlme -. 7584 64.34%

Satisfaction .3537

Ease -.0786

V Reglas de Asociacién y Dependencia de Valor:

La terminologia no es muy coherente en este campo (Fawad, por Ejemplo,
suele llamar asociaciones a todo y regla de asociacion a las dependencias).

A Asociaciones: Se buscan asociaciones de la siguiente forma:

De los n casos de la tabla, que las dos comparaciones sean verdaderas o
falsas sera cierto en rc casos: Un pardmetro T¢ (confidence): T. = certeza
de laregla = rc/n.

Si consideramos valores nulos, tenemos también un nimero de casos en
los que se aplica satisfactoriamente (diferente de T¢) y denominado Ts.

A Dependencias de Valor: Se buscan dependencias de la siguiente forma
(if Ante then Cons):

Porejemplo:) &8 ¢hd dche Q&EATO dhd &

De los n casos de la tabla, el antecedente se puede hacer cierto en r a
casos y de estos en rc casos se hace también el consecuente, tenemos:
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Dos parametros Tc (confidence/ accuracy) y Ts (support):

Ejemplo:

DNI
11251545
30512526
22451616
25152516
23525251

Tc = certeza de la regla = rc/ra, fuerza o confianza P (Cons | Ante)

Ts = minimo nimero de casos 0 porcentaje en los que se aplica
satisfactoriamente (rc o rc/n respectivamente).

Llamado también prevalencia: P (consr Ante).

Renta Familiar Ciudad Profesion Edad Hijos Obeso Casado
5.000.000 Barcelona  Ejecutivo 45 3 S S
1.000.000 Melilla Abogado 25 0 S N
3.000.000 Lebn Ejecutivo 35 2 S S
2.000.000 Valencia Camarero 30 0 S S
1.500.000 Benidorm  Animador 30 0 N N

Parque
Tematico

Tabla 5. Ejemplo de personas y sus caracteristicas

Asociaciones:

Casado e (Hijos > 0) estan asociados (67%, 2 casos). Obeso y casado
estan asociados (75%, 3 casos)

Dependencias:

(Hijos > 0) A Casado (100%, 2 casos). Casado A Obeso (100%, 3 casos).

Complejidad de los algoritmos de asociaciones y dependencias:

Temporal: bajo ciertas condiciones de dispersion y para atributos discretos
se pueden encontrar en casi tiempo lineal.

V Algoritmos de busqueda de asociaciones y dependencias.

La mayoria se basa en descomponer el problema en dos fases:

A

FASE A: BUSQUEDA DE "LARGE ITEMSETS". Se buscan conjuntos de
atributos con 'support’ >= al support deseado, llamados 'large itemsets’
(conjuntos de atributos grandes). De momento no se busca separarlos
en parte izquierda y parte derecha.

FASE B: ESCLARECIMIENTO DE DEPENDENCIAS (REGLAS). Se
hacen particiones binarias y disjuntas de los itemsets y se calcula la
confianza de cada uno. Se retienen aquellas reglas que tienen confianza
>= a la confianza deseada.
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V Otros tipos de asociaciones:

Asociaciones entre jerarquias. Si existen jerarquias entre los items (por
ejemplo: Las familias de productos de un comercio o de un supermercado)
a veces solo es interesante buscar asociaciones inter — jerarquia y no intra
— jerarquia. Esto puede reducir mucho el espacio de busqueda.

Asociaciones negativas. A veces nos interesa conocer asociaciones
negativas, por ejemplo: "80% de los clientes que compran pizzas
congeladas no compran lentejas". El problema es mucho mas dificil en
general, porque, cuando hay muchos items, existen muchas mas
combinaciones que no se dan que las que se dan.

Asociaciones con valores no binarios yl o continuos. Se deben
binarizar. Por ejemplo: Si se tiene un atributo a con k posibles valores vu, ...,
vk (k > 2) se sustituye por k atributos con la condicion (a = vi). Con los
atributos continuos se discretizan en rangos (0 — 5, 6 — 10, 11 - 15, ...) y
luego se hace el mismo procedimiento.

Asociaciones relacionales.

Vv Métodos Representativos:

A AprioriAll
A AprioriSome
A DynamicSome

Problema: los usuarios quieren especificar restricciones sobre el tiempo
maximo y minimo entre eventos secuenciales.

Extensiones:
A Mineria de patrones secuenciales con restricciones.
V Dependencias Funcionales:
0- 0” 660

Significa: para los mismos valores de A, B y C tenemos un solo valor de D.
Es decir D es funcién de A, By C.

Si representamos la parte izquierda como un conjunto de condiciones,
podemos establecer una relacion de orden entre las dependencias
funcionales. Esto genera un semi- reticulo.
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A DB B@C AQC

A B C

Figura 9. Semii reticulo

La busqueda se realiza en este reticulo. El coste exponencial FDEP incluye:
a) simple top- down algorithm,
b) bottom- up algorithm, and
c) bi- directional algorithm.
3.2.2 Técntas supervisadas y predictivas.
Métodos Predictivos
V Interpolacion y Prediccion Secuencial.

A Regresion Lineal Global.

Se buscan los coeficientes de una funcion lineal

Mw 0 Lw 8 L

Una manera facil (si es lineal simple, sélo dos dimensiones x e y):

¢ BowBw Bw , Bw Bw Bw Bow
¢ Bw Bw ¢ Bw Bw

Obteniendo ® 0 0 W

Error tipico de una regresion lineal simple:

, o ‘ , , tBOw Bo B
Op — €& w w T S f
€€ C ¢ Bw Bw
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A Regresién Lineal Global por Gradient Descent.

Una manera usual es utilizando "gradient descenf'. Se intenta minimizar la
suma de cuadrados:

o P
C

Derivando:

)

Yo 10 Qo Qw w
Iterativamente se van ajustando los coeficientes y reduciendo el error.

A Regresion Lineal Ponderada Localmente.

La funcidn lineal se aproxima para cada punto Xq a interpolar:

R 6 v 8 0 @ , .
e

? ? ?
Se intenta minimizar la suma de cuadrados de los k mas cercanos

|

o g 06 Qe 0 Qo

g v

donde d(Q) es una distancia y K es una funcion que disminuye con la
distancia (una funcién Kernel), por ejemplo 1/ d2.

Gradient descent:

Yo i0 QO QO W Qohh 3
N U

A mayor K mas global, a menor K mas local.

A Regresion Adaptativa.

Son casos particulares de regresion local, en el que se supone un orden y
se utiliza preferentemente para predecir futuros valores de una serie:
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Muy utilizada en compresién de sonido y de video, en redes, etc. (se
predicen las siguientes tramas).

Algoritmos mucho mas sofisticados (cadenas de Markov), Algoritmo MARS
(Multiple Adaptive Regression Splines).

A Regresion No Lineal.
Estimacion Logaritmica (se sustituye la funcion a obtener por y = In(f)):
w U w 8 L W

Se hace regresion lineal para calcular los coeficientes y a la hora de
predecir se calculala™@Q Qw

A Pick and Mix — Supercharging
Se afladen dimensiones, combinando las dadas. Por ejemplo: Si tenemos
cuatro dimensiones: Xi, X2, X3 (ademéas de y) podemos definir xa=x1Q2,
X5=X32, X6=X1%2 y obtener una funcion lineal de x1, X2, X3, X4, X5, Xe.

V Aprendizaje supervisado.
A k- NN (Nearest Neighbour):
1. Se miran los k casos mas cercanos.
2. Sitodos son de la misma clase, el nuevo caso se clasifica en esa clase.
3. Sino, se calcula la distancia media por clase o se asigna a la clase con

mas elementos.

El valor de k se suele determinar heuristicamente.

A (On-line) k- means clustering:

Aunque lo vimos como una técnica no supervisada, también se puede
utilizar para aprendizaje supervisado, si se utiliza convenientemente

Elegir un k mayor que el numero de clases pero no mucho mayor.
A Perceptron Leaming:

Computan una funcion lineal para cada y; es:

e 0p QD
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A Perceptron Learning (Gradient Descent).
El algoritmo Gradiente Descendiente ajusta asi:

1. Se asigna a los Wij; un valor pequefio aleatorio entre Oy 1.
2. Hasta que la condicién de terminacion se cumple, hacer:
3. Para todos los p ejemplos (xk, k) t se calcula la matriz de error (etk= ytk i
y'ty)
4. Se recalculan los pesos siguiendo Least — Mean Square (LMS), con un
rango de aprendizaje (r):
0 5 0 5 1wy Xy
48
5. t:=t+1,ira?2.

r es un valor generalmente pequefio (0.05) y se determina heuristicamente.
A mayor r converge mas rapido pero puede perderse en valles locales.

El algoritmo Perceptron (version incremental o aproximacion estocéstica al
Gradiente Descendiente):

Se asignan aleatoriamente los wij entre Oy 1 (o se pone 0.5)
t =1 (se toma el primer ejemplo).
Para el ejemplo (x, y) t se calcula el vector error (et = yti y't)
Se recalculan los pesos siguiendo Least — Mean Squares (LMS),
llamada regla delta, Adaline o Widrow- Hoff:
0 5 05 1 W
5. t:=t+1,ir a2 hasta que no queden ejemplos o el error medio se ha
reducido a un valor deseado.

N .

En general, esta version es mas eficiente que la anterior y evita algunos
minimos locales.

A Multilayer Perceptron (redes neuronales artificiales multicapas, ANN)

El perceptron de una capa no es capaz de aprender las funciones mas
sencillas. Se afiaden capas internas, se introducen diferentes funciones de
activacion e incluso recientemente se introducen bucles y retardos.

En el caso mas sencillo, con la funcidon de activacion sgn, el nimero de
unidades internas k define exactamente el nimero de limites que la funcion
global puede calcular por cada salida.

El valor de k se suele determinar heuristicamente. Pero, ¢como entrenar
este tipo de red?

Para poder extender el Gradiente Descendiente necesitamos una funcion

44
MC Beatriz Beltran Martinez



Mineria de Datos

de activaciéon continua. La mas usual es la funcién sigmoidal:

Esto permite particiones no lineales.

A Radial- Basis Function (Clustering Method + LMS).

PRIMER PASO: Algoritmo Clustering:

1. Dividir aleatoriamente los ejemplos en k conjuntos y calcular la media (el
punto medio) de cada conjunto.

2. Reasignar cada ejemplo al conjunto. Con punto medio mas cercano.

3. Calcular los puntos medios de los k conjuntos.

4. Repetir los pasos 2 y 3 hasta que los conjuntos no varien.

SEGUNDO PASO: Recodificar los ejemplos como distancias a los centros y
normalizar (cada ejemplo pasa a ser un vector de k elementos).

TERCER PASO: Con un perceptron de k elementos de entrada y una
salida, aplicar el algoritmo visto antes.

A Métodos pseudo — relacionales
Una manera de poder abordar problemas con poca separabilidad es
transformar los datos, mediante recodificaciones o0 aumento de la

dimensionalidad.

Super i charging: aumentar la dimensionalidad separando todos los
atributos en digitos binarios.

Pick and Mix: crear nuevos atributos como combinacion de los ya
existentes.

SCIL: iterar multiples veces un método clasico fence & fill seguido de
recodificacion.

Pero estos métodos pseudo — relacionales no son capaces de:

Detectar relaciones entre varios ejemplos o entre partes complejas
del mismo ejemplo.

Aprender funciones recursivas.
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A Aprendizaje Recursivo
Modelos Estructurales de Grammar Learning:

Es uno de los campos mas antiguos de ML: (las frases gramaticales son de
la clase true).

Aprendizaje de autdmatas aceptadores de gramaticas.

Gramaticas regulares estocasticas.

Lenguajes probabilisticos: cadenas de Markov, algoritmo de Viterbi.

A Aprendizaje Relacional y Recursivo

IFP (Inductive Functional Programming): Se aprenden reglas de la
forma: g(f(a), X) r b.

Existen aproximaciones con LISP, el lenguaje ML y otros (70s).
ILP (Inductive Logic Programming). El lenguaje representacional es
clausulas de Horn: p(x, Y, b) : - q(f(x, Y), c).

Inicio en los 80 (Shapiro) y gran desarrollo en la década de los 90.
IFLP (Inductive Functional Logic Programmijgg(f(a), X) r b : - p(x, b) =
true, q(x, X) = a.

Mayor naturalidad y expresividad. Ventaja con problemas de

clasificacion.

V Combinacién de hipétesis.

A BOOSTING:

Se utiliza el MISMO algoritmo para aprender distintas hipotesis sobre
distintas particiones de los datos.

Luego se combinan las distintas hipotesis.
A VOTING / ARBITER / COMBINER:

Se utiliza DISTINTOS algoritmos para aprender distintas hipotesis sobre
todo el conjunto de los datos.

Luego se combinan las distintas hipotesis.
A Maneras de Combinar hipétesis:

WEIGHTING MAJORITV: el valor se obtiene haciendo la media (caso
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continuo) o la mediana (caso discreto).

STACKING / CASCADE: se utiliza cada hipétesis como una variable y
se utiliza otro algoritmo (por ejemplo: Una red neuronal para asignar
diferentes pesos a las diferentes hipétesis).

3.3 Métodos de Mineria de Datos

Los métodos de mineria de datos tienen como metas primarias (en un alto
nivel) la prediccidon de datos desconocidos y la descripcion de patrones

Pueden emplearse diferentes criterios para clasificar los sistemas de
mineria de datos y, en general, los sistemas de aprendizaje inductivo en
computadoras:

V Dependiendo del objetivo para el que se realiza el aprendizaje, pueden
distinguirse sistemas para: clasificacion (clasificar datos en clases
predefinidas), regresion (funcién que convierte datos en valores de una
funciébn de prediccion), agrupamiento de conceptos (busqueda de
conjuntos en los que agrupar los datos), compactacién (busqueda de
descripciones mas compactas de los datos), modelado de dependencias
(dependencias entre las variables de los datos), deteccion de
desviaciones (busqueda de desviaciones importantes de los datos
respecto de valores anteriores o medios), etc.

V Dependiendo de la tendencia con que se aborde el problema, se pueden
distinguir tres grandes lineas de investigacion o paradigmas: sistemas
conexionistas (redes neuronales), sistemas evolucionistas (algoritmos
genéticos) y sistemas simbalicos.

V Dependiendo del lenguaje utilizado para representar del conocimiento, se
pueden distinguir: representaciones basadas en la ldgica de
proposiciones, representaciones basadas en légica de predicados de
primer orden, representaciones estructuradas, representaciones a traves
de ejemplos y representaciones no simbolicas como las redes
neuronales.

A continuacion describiremos con mas detalle los diferentes métodos de
representacion del conocimiento que se emplean en la mineria de datos, dado que
el lenguaje de representacion es uno de los aspectos importantes para el proceso
de KDD.

3.3.1 Agrupamiento ("Clustering"):

También llamada Segmentacion, esta herramienta permite la identificacion
de tipologias o grupos donde los elementos guardan similitud entre si y diferencias
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con aquellos de otros grupos. Para alcanzar las distintas tipologias o grupos
existentes en una base de datos, estas herramientas requieren, como entrada,
informacion sobre el colectivo a segmentar. Esta informacion correspondera a los
valores concretos, para cada elemento en un momento del tiempo, de una serie de
variables ("Segmentacion estética") o a través del comportamiento en el tiempo de
cada uno de los elementos del colectivo ("Segmentacion dinamica").

Como resultado del tratamiento de la informacion, estas herramientas
presentan los distintos grupos detectados junto con los valores caracteristicos de
las variables. Este tipo de herramientas se basan en técnicas de caracter
estadistico, de empleo de algoritmos matematicos, de generacion de reglas y de
redes neuronales para el tratamiento de registros.

Para otro tipo de elementos a agrupar o segmentar, como texto y
documentos, se usan técnicas de reconocimiento de conceptos.

3.3.2 Asociacion (" Association Pattern Discovery"):

Este tipo de herramientas establece las posibles relaciones o correlaciones
entre distintas acciones 0 sucesos aparentemente independientes, pudiendo
reconocer como la ocurrencia de un suceso 0 accion puede inducir o generar la
aparicion de otros. .

Normalmente este tipo de herramientas se fundamenta en técnicas
estadisticas como los analisis de correlacion y de variacion.

3.3.3 Secuenciamiento (ASequenti al Pattern D

Esta herramienta permite identificar como, en el tiempo, la ocurrencia de
una accion desencadena otras posteriormente. Es muy similar a la anteriormente
analizada si bien, en este caso, el tiempo es una variable critica e imprescindible a
introducir en la informacion a analizar.

3.3.4 Reconocimiento de Patrones ("Pattern Matching"):

Estas herramientas permiten la asociacion de una sefalo informacion de
entrada con aquella o aquellas con las que guarda mayor similitud y que estan
catalogadas en el sistema.

Estas herramientas son usadas por elementos que son tan habituales como
un procesador de texto o un despertador. Los patrones pueden ser cualquier
elemento de informaciéon que deseemos.

En el ambito particular del DM estas herramientas pueden ayudamos en la
identificacion de problemas e incidencias y de sus posibles soluciones toda vez
gue dispongamos de la base de informacion necesaria en la cual buscar.
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Estas herramientas se sustentan en las técnicas de Redes Neuronales y
Algoritmos Matematicos.

3.3.5 Pevision ("Forecasting”):

La Prevision establece el comportamiento futuro méas probable dependiendo
de la evolucién pasada y presente.

Esta herramienta tiene su uso fundamental en el tratamiento de Series
Temporales y las técnicas asociadas disponen de una importante madurez.

Las herramientas de Prevision utilizan bien la propia informacion historica, o
bien, la informacién historica relativa a otras variables de las cuales la primera
depende.

3.3.6 Simulacion:

Las herramientas de Simulacion forman parte también del conjunto de
herramientas veteranas de la investigacion cientifica. Como ejemplo estan las
herramientas de disefio y produccién asistidas por ordenador, "CAD" - "CAM", en
las cuales se revisan los disefios sometiéndoles a una amplisima serie de
condiciones reales normales y extremas.

Ello permite no soOlo ajustar y adaptar el disefio sino posteriormente
establecer margenes y limites de funcionamiento.

La simulacion se puede definir como la generacién de multiples escenarios
o posibilidades sujetas, normalmente, a unas reglas o esquemas con el objeto de
analizar la idoneidad y comportamiento de una decisiéon o prototipo en un marco
de posibles condiciones futuras o para analizar todas las posibles variaciones o
alternativas a una decision o situacion y también se usa para el calculo numérico.

3.3.7 Optimizacion:

Al igual que la Prevision y la Simulacion, las herramientas de Optimizacion
tienen una amplia tradicién de uso.

La optimizacion ha sido y es extensivamente usada en la resolucién de los
problemas asociados a la logistica de distribucion y a la gestion de "Stocks" en los
negocios y en la determinacibn de parametros tedricos a partir de los
experimentos en la investigacion cientifica.

La optimizacion resuelve el problema de la minimizacidon o maximizaciéon de
una funcién que depende de una serie de variables, encontrando los valores de
éstas que satisfacen esa condicion de maximo, tipicamente beneficios, 0 minimo,
normalmente costes.
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Habitualmente estos problemas conllevan, adicionalmente, una serie de
“ligaduras" o estricciones de forma que no todas las posibles soluciones son
aceptables, ello se traduce en que debemos reducir nuestro universo de busqueda
a aquellas soluciones que satisfagan tales restricciones.

3.3.8 Cl asi fciactaicoin-on, (AfPQleadsiicftii ond o fAScori ngdc

La clasificacion agrupa todas aquellas herramientas que permiten asignar a
un elemento la pertenencia a un grupo o clase. Ello se instrumenta a través de la
dependencia de la pertenencia a las clases en los valores de una serie de
atributos o variables.

A través del analisis de un colectivo de elementos, o casos de los cuales
conocemos la clase a la que pertenecen, se establece un mecanismo que
establece la pertenencia a tales clases en funcion de los valores de las distintas
variables y nos permite establecer el grado de discriminacién o influencia de éstas.

También se utiliza para estas herramientas la denominacién de Prediccidn o
Evaluacion para aquellos casos donde se aplican técnicas, normalmente
numericas, que establecen para cada elemento un valor dependiente de los
valores que tengan las variables en tal elemento.

Las herramientas de Clasificacion hacen uso de técnicas como algoritmos
matematicos, andlisis discriminante y de variaciones, sistemas expertos y
sistemas de conocimiento e induccién de reglas.

Como se ha podido apreciar, normalmente es necesaria la conjuncién e
integracion de varios tipos de herramientas a efectos de brindar una solucion
completa a nuestros problemas.

Métodos apropiados
V No estructurados:
A Métodos bayesianos.
A Otros métodos estadisticos
A Métodos relacionales
V  Semi estructurados

A Gramaticales.
A Meétodos relacionales con constructores.

Métodos no apropiados

Sin una profunda transformacion de los datos, muchas técnicas de
aprendizaje automéatico son utiles para muchas aplicaciones
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V Meétodos de clasificacion (arboles de decision,...) estan basados. en una
clase dependiente de un niumero de atributos predeterminados.

V Métodos numéricos (regresion, redes neuronales,...), los datos son
simbdlicos, no numéricos.

V Métodos por casos (KNN, CBR,...) tiempos de respuesta serian muy altos.

3.4 Técnicas de Mineria de Datos

La mineria de datos ha dado lugar a una paulatina sustituciéon del analisis
de datos dirigido a la verificacion por un enfoque de andlisis de datos dirigido al
descubrimiento del conocimiento. La principal diferencia entre ambos se encuentra
en que en el Ultimo se descubre informacion sin necesidad de formular
previamente una hipétesis. La aplicacion automatizada de algoritmos de mineria
de datos permite detectar facilmente patrones en los datos, razén por la cual esta
técnica es mucho mas eficiente que el analisis dirigido a la verificacion cuando se
intenta explorar datos procedentes de repositorios de gran tamafio y complejidad
elevada. Dichas técnicas emergentes se encuentran en continua evolucién como
resultado de la colaboracion entre campos de investigacion tales como bases de
datos, reconocimiento de patrones, inteligencia artificial, sistemas expertos,
estadistica, visualizacion, recuperacion de informacion, y computacion de altas
prestaciones.

Como mencionamos al principio, los algoritmos de mineria de datos se
clasifican en dos grandes categorias: supervisados o predictivos y no
supervisados o de descubrimiento del conocimiento.

En la tabla siguiente se muestran algunas de las técnicas de mineria de
datos en ambas categorias:

SUPERVISADOS NO SUPERVISADOS
Arboles de decision Deteccion de Desviaciones

Induccidn neuronal Segmentacion
Regresién Agrupamiento (Clustering)
Series temporales Reglas de Asociacion

Patrones Secuenciales
Tabla 6.Clasificacion de las técnicas de mineria de datos

La aplicacion de los algoritmos de mineria de datos requiere la realizacion
de una serie de actividades previas encaminadas a preparar los datos de entrada
debido a que, en muchas ocasiones dichos datos proceden de fuentes
heterogéneas, no tienen el formato adecuado o contienen ruido. Por otra parte, es
necesario interpretar y evaluar los resultados obtenidos.
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La siguiente tabla muestra algunas de las técnicas mas comunes de

Mineria de Datos y a continuacion describiremos cada una de ellas:

Métodos ANOVA

estadisticos Prueba Ji cuadrado
Andlisis de componentes principales
Analisis de clusters
Analisis discriminante
Regresion lineal
Regresion logistica
Arboles de CHAID

decision CART

Reglas do asociacion

Redes de neuronas atrtificiales
Algoritmos genéticos

Otros Légica difusa

Series temporales
Tabla 7. Técnicas do Data Mining

3.4.1 Métodos Estadisticos:

La estadistica es tradicionalmente la técnica que se ha usado para el

tratamiento de grandes volimenes de datos numeéricos y nadie pone en duda su
efectividad al poseer un amplisimo conjunto de modelos de analisis para cubrir el
tratamiento de todo tipo de poblaciones y series de datos. Estos son algunos de
los métodos estadisticos mas utilizados:

\%

ANOVA: Andlisis de la Varianza, contrasta si existen diferencias
significativas entre las medidas de una o mas variables continuas en grupos
de poblacion distintos.

Ji cuadrado: Contrasta la hip6tesis de independencia entre variables.

Componentes principales: Permite reducir el nimero de variables
observadas a un menor nimero de variables artificiales, conservando la
mayor parte de la informacién sobre la varianza de las variables.

Andlisis de clusters: Permite clasificar una poblacion en un numero
determinado de grupos, sobre la base de semejanzas y diferencias de
perfiles existentes entre los diferentes componentes de dicha poblacion.

Andlisis discriminante: Método de clasificacion de individuos en grupos
gue previamente se han establecido, y que permite encontrar la regla de
clasificacion de los elementos de estos grupos, y por tanto identificar cuales
son las variables que mejor definan la pertenencia al grupo.
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V Regresion Lineal: Técnica mas basica del Data Mining. Un modelo de
regresion lineal se implementa identificando una variable dependiente (y) y
todas las variables independientes (X1, Xz,...). Se asume que la relacién
entre estas y aquella es lineal. Todas las variables han de ser continuas. El
resultado es la ecuacion de la recta que mejor se ajusta al juego de datos y
esta ecuacion se interpreta o se usa para prediccion.

V Regresion Logistica: Puede trabajar con variables discretas. También
requiere que todas las variables sean lineales.

3.4.2 Métodos Basados en Arboles de Decision

Son herramientas analiticas empleadas para el descubrimiento de reglas y
relaciones mediante la ruptura y subdivision sistematica de la informacion
contenida en el conjunto de datos. El arbol de decision se construye partiendo el
conjunto de datos en dos (CART) o mas (CHAID) subconjuntos de observaciones
a partir de los valores que toman las variables predictoras. Cada uno de estos
subconjuntos vuelve después a ser particionado utilizando el mismo algoritmo.

Este proceso continta hasta que no se encuentran diferencias significativas
en la influencia de las variables de prediccién de uno de estos grupos hacia el
valor de la variable de respuesta.

La raiz del arbol es el conjunto de datos integro, los subconjuntos y los
subsubconjuntos conforman las ramas del arbol. Un conjunto en el que se hace
una particion se llama nodo.

El método CHAID (Chi Squared Automatic Interaction Detector) es util en
aquellas situaciones en las que el objetivo es dividir una poblacion en distintos
segmentos basandose en algun criterio de decision.

3.4.3 Reglas de Asociacion

Derivan de un tipo de andlisis que extrae informacién por coincidencias. Este
andlisis a veces llamado "cesta de la compra" permite descubrir correlaciones o
co-ocurrencias en los sucesos de la base de datos a analizar y se formaliza en la
obtencién de reglas de tipo; Sl ... ENTONCES...

3.4.4 Redes Neuronales (ANeur al Net wor ks")

Las Redes Neuronales constituyen una técnica inspirada en los trabajos de
investigacién, iniciados en 1930, que pretendian modelar computacionalmente el
aprendizaje humano llevado a cabo a través de las neuronas en el cerebro.

Las redes neuronales son una nueva forma de analizar la informacion con
una diferencia fundamental con respecto a las técnicas tradicionales: son capaces
de detectar y aprender patrones y caracteristicas dentro de los datos.
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Se comportan de forma parecida a nuestro cerebro aprendiendo de la
experiencia y el pasado y aplicando tal conocimiento a la resolucion de problemas
nuevos.

Una vez adiestradas las redes neuronales pueden hacer previsiones,
clasificaciones y segmentacion.

Las redes neuronales se construyen estructurando en una serie de niveles
0 capas compuesta por nodos o "neuronas”. Poseen dos formas de aprendizaje
derivadas del tipo de paradigma que usan: el supervisado y el no supervisado.

Son métodos de proceso numérico en paralelo que tratan de modelizar el
funcionamiento del cerebro. La red asigna pesos al azar a cada variable
independiente y determina si existe algun patrén predictivo en los datos. Una vez
gue encuentra un patron la red lo optimiza reforzando los pesos de las variables y
comparando con los datos del grupo de validacion. Luego prosigue el proceso y
aprende de los resultados una y otra vez. Finalmente, se puede aplicar el modelo
aprendido a cualquier nuevo conjunto de datos de entrada. Pueden manejar datos
continuos y discretos, lineales y no-lineales simultineamente. EI Unico
inconveniente que presentan es que no genera una ecuaciéon o modelo que
explique el comportamiento del sistema, siendo muy dificil determinar la influencia
de cada variable en el comportamiento global del sistema.

3.4.5 Algoritmos Gen®ticos (AGenetic Algorit

Los Algoritmos Genéticos son otra técnica que debe su inspiracion, de
nuevo, a la Biologia como las Redes Neuronales.

Estos algoritmos representan la modelizacibn matematica de como los
cromosomas en un marco evolucionista alcanzan la estructura y composicion mas
Optima en aras de la supervivencia. Entendiendo la evolucién como un proceso de
bdsqueda y optimizacién de la adaptacion de las especies que se plasma en
mutaciones y cambios en los genes o cromosomas.

Los Algoritmos Genéticos hacen uso de las técnicas biologicas de
reproduccion (mutacién y cruce) para ser utilizadas en todo tipo de problemas de
busqueda y optimizacién.

Esta aproximacion estd enfocada a problemas de optimizacién. Se
comienza con una poblacion de partida y se va alterando y optimizando su
composicién para la solucién de un problema particular mediante mecanismos
tomados de la teoria de la evolucion (introducir elementos aleatorios para la
modificacion de las variables o mutaciones). El material genético o informacion de
los individuos puede ser transmitido a las siguientes generaciones, de diferentes
formas que van optimizando el proceso. A través de la reproduccién, los mejores
segmentos perduran y su proporcion crece de generacion en generacion. Al cabo
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de cierto numero de iteraciones, la poblacién estara constituida por buenas
soluciones al problema de optimizacion.

Esta herramienta se usa en las primeras fases del Data Mining, para
seleccionar las variables que luego se emplearan con otra técnica, como las redes
de neuronas o la regresion logistica.

34 6 L - gi ctzzpogic'ysa (i

La Logica Difusa surge de la necesidad de modelizar la realidad de una
forma mas exacta evitando precisamente el determinismo o la exactitud.

La Logica permite el tratamiento probabilistico de la categorizacion de un
colectivo.

La Logica Difusa es aquella técnica que permite y trata la existencia de
barreras difusas o suaves entre los distintos grupos en los que categorizamos un
colectivo o entre los distintos elementos, factores o proporciones que concurren en
una situacion o solucion.

3.4.7 Series Temporales

Consisten en el estudio de una variable a través del tiempo para, a partir de
ese conocimiento, y bajo el supuesto de que no van a producirse cambios
estructurales, poder realizar predicciones. Suelen basarse en un estudio de la
serie en ciclos, tendencias y estacionalidades, que se diferencian por el ambito de
tiempo abarcado, para, por composicion, obtener la serie original. Se pueden
aplicar enfoques hibridos con los métodos anteriores, en los que la serie se puede
explicar no solo en funcion del tiempo sino como combinacion de otras variables
de entorno mas estables y, por lo tanto, mas facilmente predecibles.

3.4.8 Redes Bayesianas

Las redes bayesianas son una alternativa para mineria de datos, la cual
tiene varias ventajas:

Permiten aprender sobre relaciones de dependencia y causalidad.
Permiten combinar conocimiento con datos.

Evitan el sobre-ajuste de los datos.

Pueden manejar bases de datos incompletos.

< <K<

El obtener una red bayesiana a partir de datos es un proceso de
aprendizaje, el cual se divide, naturalmente, en dos aspectos:

1. Aprendizaje paramétrico: dada una estructura, obtener las probabilidades
a priori y condicionales requeridas.
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2. Aprendizaje estructural: obtener la estructura de la red Bayesiana, es
decir, las relaciones de dependencia e independencia entre las variables
involucradas.

Las técnicas de aprendizaje estructural dependen del tipo de estructura de
red: arboles, poliarboles y redes multicomectadas. Otra alternativa es combinar
cOllocimiento subjetivo del experto con aprendizaje. Para ello se parte de la
estructura dada por el experto, la cual se valida y mejora utilizando datos
estadisticos.

3.4.9 Induccién de Reglas

Las técnicas de Induccion de Reglas surgieron hace dos décadas y
permiten la generacion y contraste de arboles de decisidén o reglas y patrones a
partir de los datos de entrada.

Como informacion de entrada, tendremos un conjunto de casos donde se
ha asociado una clasificacién o evaluacion a un conjunto de variables o atributos.

Con tal informacion estas técnicas obtienen el arbol de decision o conjunto
de reglas que soportan la evaluacion o clasificacion.

En los casos en que la informacion de entrada posee algun tipo de "ruido" o
defecto estas técnicas pueden habilitar métodos estadisticos de tipo probabilistico
para generar, en estos casos, arboles de decisién podados o recortados.

3.4.10 Si

S ma s basados en el Conoci miento
Systems" &

Expert Systems")

te
i

Estos sistemas son un clasico de la Inteligencia Artificial.

Estas técnicas permiten la formalizacién de arboles y reglas de decisiéon
extraidas de la formalizacion del conocimiento de los expertos.

Poseen motores llamados "Motores de Inferencia” que se encargan de
gestionar las distintas preguntas al ser realizadas de forma que el proceso de
decision sea lo mas eficiente y rapido posible.

3.4.11 Algoritmos Matematicos

Sin llegar a ser técnicas que den soporte a unas necesidades concretas
como las anteriores, existe una amplia gama de algoritmos matematicos que son
especialmente utiles y eficaces en la resolucion y tratamiento de problemas muy
especificos y. puntuales y que, normalmente, son incorporados en alguna de
aguellas técnicas con el objeto de mejorarlas.
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CAPITULO IV
EVALUACI ON DE LA MINERIA DE DATOS

4.1 Cuando Utilizar Mineria de Datos
4.1.1 Seleccion de la Técnica Adecuada.

El minimo aceptable para elegir una tecnologia de DM y luego un producto
efectivo depende de si realmente el producto puede beneficiar el negocio, qué
significa realmente el beneficid, ingresos aumentados, costes disminuidos o
rendimiento de las inversiones (ROI). Si la técnica y herramienta no
proporcionasen ninguna de estas 4 ventajas de una forma perceptible, seria poco
probable que alguien en el negocio tenga tiempo para extraer los datos. Para
desarrollar con éxito en el negocio, el DM debe ser algo mas que una simple
bldsqueda de los patrones deseados en el interior de grandes bases de datos.

4.1.1.1 Proceso de Data Mining

Para empezar, hay que ver todo el proceso de DM ofrecido por los
investigadores. Estos descubrieron que el DM (la generacién moderna de modelos
predictivos y patrones) es sélo un primer paso en un largo proceso que mueve los
datos hacia el conocimiento. Los investigadores ofrecieron los siguientes pasos
(hay que tener en cuenta que se distinguen del conjunto de pasos mas simples
ofrecidos aqui para fechar).

Este punto de vista sobre el DM muestra como llegar de los datos brutos
hacia el descubrimiento de patrones utiles para el conocimiento. La mejor
herramienta de DM mas automatizada y menos dolorosa es ir por pasos. Este
proceso de DM ha sido explicado en la seccién 2.6.

4.1.1.2 Similitudes entre Distintas Técnicas de DM

Para hacer una seleccion inteligente de herramientas y tecnologias de DM
hay que determinar dénde estd la diferencia. Dado que hay demasiadas
superposiciones una de las mejores vias para ver las significativas diferencias
entre los algoritmos es ver que es lo qué tienen en comun. Por ejemplo, cada
algoritmo de DM tiene:

V Estructura de modelo

La estructura que determina el modelo (un arbol, red neuronal o
vecino mas cercano) Es un modelo percibido porque la instantaneidad real
del modelo puede ser SOL preguntas en caso de arboles de decisiones o
sistemas basados en reglas; o ecuaciones matematicas en caso de
regresiones estadisticas.
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V Un plan de investigacion

Como el algoritmo corrige o modifica el modelo todo el tiempo
cuando mas datos se hacen disponibles. Por ejemplo, redes neuronales
investigan a través de espacio de peso de enlaces mediante algoritmos de
retro propagaciéon y el algoritmo genético investiga a través de
ponderaciones aleatorias y recombinaciones genéticas.

V Un proceso de validacion

¢,Cuando se acaba el algoritmo al haber creado un modelo valido?
Por ejemplo, los arboles de decisiones CART utilizan validacion cruzada
para determinar el nivel 6ptimo de crecimiento del arbol. Por su parte, las
redes neuronales no tienen una técnica especializada de validacion para
determinar la terminacion, pero la validacion cruzada a menudo se usa en el
exterior de redes neuronales.

Esta descripcién de algoritmos de DM ya podria ser Gtil para hacer una
seleccidn inteligente de herramientas y tecnologias de DM, porque hace mas facil
ver cdmo se distinguen los algoritmos gen éticos de otras técnicas mencionadas
como los algoritmos de DM. Los algoritmos genéticos no tienen una inherente
estructura de modelo. Son soélo la estrategia de optimizacion para cualquier
estructura de modelo que estd determinada para codificarse en el material
genético. El cromosoma por si s6lo no es solo una estructura de modelo, sino
ademas la interpretacion de cromosoma. Esta diferencia existe incluso en
Biologia, donde el material gen ético se llama el genotipo y se convierte en el
fenotipo. Dado que el algoritmo genético es realmente una estrategia de
investigacion sin estructura de modelo, puede utilizarse en combinacién con
cualquier otra técnica de DM

La Tabla 8 clasifica algunos de los algoritmos de DM segun las
caracteristicas de arboles. Al organizar los algoritmos mediante estas tres
caracteristicas, esta claro que una de las mayores diferencias consiste en el uso
de validacion. Unas técnicas no la tienen incorporada en absoluto; otras, evaltan
directamente contra los datos y algunas usan test de significado estadistico para
calcular el mejor modelo. Aunque Util, este punto de vista pasa por alto algunos
rasgos importantes que pueden marcar toda la diferencia. En efecto, la estructura
de modelo utilizado puede criticarse en funcidn de si el problema puede
solucionarse por completo en un periodo de tiempo razonable.
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Algoritmo Estructura Busqueda Validacion
CART Arboles binarios Divisiones elegidas Validacidn cruzada
por entropia métrica
de Gini.
CHAID Arbol dividido en Segun test Chi- Validacién realizada
Multivias Cuadrado y en el momento de
Estadistico de seleccion de particion.
Bonferroni.

Redes Neuronales

Algoritmos
Genéticos

Generacion de
Reglas

El vecino mas
Cercano

Red de propagacion
directa con umbral no
lineal

No se aplica

Regla de si- entonces

Distancia de fototipo

en n-dimensional
espacio de rasgos

Retro propagacion de
errores

Supervivencia de los
mas aptos en
mutaciones y cruce
genético

Agrega nueva
restriccién a lareglay
la retiene si esta
empareja el criterio de
“interesante” basado
en precision y
cobertura

Por lo general no hay
busqueda

No se aplica

Por lo general
validacion cruzada

Test de chi.cuadrado
con corte por
significacion
estadistica

Validacion cruzada
para tasas de
precision
comunicadas pero no
para terminacion de
algoritmo

Tabla 8.Comparacion de los algoritmos de DM

4.2 Evaluacion de una Herramienta de Mineria de Datos.

Como se ha visto, muchos de los puntos de vista actuales sobre el DM son
erréneos. Los sistemas estan altamente optimizados para mejorar un uno por mil
en precision cuando, en realidad, el mercado se mueve a tanta velocidad que es
poco probable que algun modelo predictivo pueda seguir siendo tan preciso todo
el tiempo. (Por esta razon, los recientes debates sobre grandes o pequefios datos
y hardware de procesamiento masivo en paralelo pueden ser superfluos). No tiene
sentido preocuparse acerca de la precision del sistema para aumentar un poco las
ganancias cuando la base de datos misma esta corrompida por culpa de copias y
transferencias o cuando el modelo de negocio estd mal definido y lleva a la
empresa en la direccidén equivocada.

Aungue la precision predictiva sea la meta final del DM, se pueden
diferenciar tres medidas claves necesarias para una evaluacion completa de la
herramienta de DM. Estas tres medidas deberian ser las reglas de oro para el
desarrollo de las herramientas de DM:
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V Precisiéon: La herramienta de DM debe generar un modelo lo mas preciso
posible, pero reconociendo que las pequefias diferencias en las distintas
técnicas pueden deberse a fluctuaciones en muestreo aleatorio (incluso si
se usa la base de datos completa para el modelo) o pueden ser
despreciables en la dinamica del mercado en el que se despliegan los
modelos.

V Explicacion: La herramienta de DM tiene que ser capaz de explicar al
usuario final de un modo claro como funciona el modelo para que pueda
desarrollar la intuicion. De este modo, las intuiciones y el sentido comun
seran facilmente controlados y confirmados. Asimismo, la explicacion del
beneficio o el calculo del rendimiento de la inversion tienen que ser faciles y
claros.

V Integracion: La herramienta de DM debe integrarse en el proceso real de
negocio, flujos de datos e informacion de la empresa. La solicitud de copias
de datos y reprocesamiento masivo de datos aumenta la posibilidad de
error mientras que una integracion rigurosa reduce significativamente esta
posibilidad.

Si estos tres requisitos se cumpliesen debidamente, las herramientas de
DM produciran modelos de alto rendimiento y larga duracién.

Se puede decir que las herramientas de DM deberian evaluarse primero por
su capacidad de alcanzar unos niveles de precisiobn aceptables, pero, a
continuacion, disefiarse para ser integradas sin transformaciones en el proceso de
negocio existente mediante la explicacién de los resultados e integraciéon con la
tecnologia informatica de proceso de datos de que se dispone.

4.2.1 Incrustacion del DM dentro del Proceso de Negocio

Con estas nuevas reglas para DM eficaz dentro del proceso real de negocio
habra que introducir algunos cambios para que el DM consiga estos objetivos. Por
ejemplo, a menudo se copia la base de datos, porque muchos algoritmos
necesitan un pre-formateo manual de datos, antes de lanzar las herramientas, y
se hacen los extractos de fichero plano para aumentar la velocidad de la
construccion del modelo. Para evitarlo, el proceso de DM necesita ser integrado
en el hardware, software y SGBD (Sistema de Gestion de Bases de Datos), donde
se almacenan los datos. Esto significa reescribir el algoritmo de DM en SOL para
el sistema de base de datos relacional o escribir procedimientos almacenados o
funciones de acceso especial para nuevos tipos de datos.

Independientemente de la forma, lo principal es obtener un sistema de DM
gue no requiera extracciones de datos y reduzca cualquier reprocesamiento de la
base de datos. Finalmente, el sistema de DM completamente integrado
aprovechara al maximo la informacion de existentes diccionarios de datos y otros
metadatos y preparara los metadatos que genera para que puedan guardarse en
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el almaceén de datos actual.
Para conseguir una buena explicacion de DM se puede elegir entre:
V Crear potentes herramientas de visualizacion especificas.

V Mostrar los resultados de DM en objetos de visualizacibn menos potentes,
pero mas familiares, aprovechando la interfaz de usuario existente que el
usuario final suele utilizar para la resolucion de problemas de negocio.

Ambas estrategias son validas, pero la segunda aproximacion, si tiene
éxito, es con diferencia la mas facil para el usuario final, dado que no necesita
aprender a manejar otras herramientas y puede contrastar los resultados de DM
dentro de un entorno de trabajo en el que tiene las intuiciones desarrolladas.

Para conseguir tanto la integracién como la explicacion, el sistema de DM
tiene que estar incrustado dentro de la estructura de almacén de datos existente y
la herramienta de explicacion tiene que estar incrustada en las herramientas
existentes y en las aplicaciones de navegacion por los datos, familiares para el
usuario final.

Marketing
[~
W, L

" — —» —— | Data Mart
Data Warehouse

Accioén

A

¥/ Cliente

Respuesta

Figura 10. Situacion IDEAL de los flujos de datos dentro de una empresa

Como ejemplo, puede servir el software Discovery Server de la empresa
Pilot Software que permite incrustar el mecanismo de DM directamente en
cualquier SGBDR (Sistema de Gestion de Bases de Datos Relacionales). Esto se
consigue aplicando el algoritmo de arbol de decisién en SQL contra cualquier base
de datos existente, sin importar si estd completamente normalizada, no esta en
absoluto normalizada o lo estd a medias. Sin hacer extractos de base de datos, el
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modelo predictivo se almacend en tablas dentro del SGBDR como metadata. De
esta forma, el modelo puede utilizarse para realizar predicciones sobre nuevos
datos dentro del SGBDR. Para conseguir un alto nivel de explicacion del modelo
predictivo, el arbol de decision fue transformado en segmentacion e incrustado
como una dimension jerarquica en la herramienta de visualizacion
multidimensional de la base de datos.

Esto permiti6 a los usuarios finales utilizar el concepto familiar de
segmentacion para visualizar el modelo predictivo y les proporciono la potencia del
motor OLAP existente para navegar por el modelo predictivo al igual que en
cualquier otra dimensién (Ver figura 10).

4.3 Evaluacion de Mineria de Datos.

Al realizar el DM desde dentro del almacén de datos, ya no hay necesidad
de hacer extracciones de datos. De esta forma se evitan multitud de posibles
errores y pasos de pre-procesamiento. Incrustando los resultados de DM en el
mercado de datos de OLAP como nueva dimension en una vista multidimensional,
el usuario final entiende los resultados de DM y los usa.

4.3.1 Medicion de Precision

A la hora de evaluar la capacidad predictiva de una herramienta de DM, el
parametro mas importante suele ser la precisioén de las predicciones que realiza.
Para los sistemas de aprendizaje no supervisado, como analisis de
conglomerados o generacion de reglas de asociacion, la medicion directa es mas
dificil debido a que el rendimiento del sistema depende mucho de las
circunstancias particulares en las cuales se utiliza.

Los pardmetros que habitualmente se utilizan para evaluar la prediccion
realizada por una herramienta de DM son los siguientes:

1. Precision: La precision es el porcentaje de las predicciones correctas con
respecto a todas las realizadas. Si la variable predicha es discreta o binaria,
es facil calcular la precision, porque el resultado o es correcto o es erréneo.
Sin embargo, si la variable predicha es continua (como prediccion de
ingresos), el célculo de la precisién puede ser complicado, pues hara falta
definir los margenes dentro de los que la prediccion se considera como
correcta (por ejemplo, la prediccién de ingreso de 4.500.000 +/- 200.000
Pts).

2. Tasa de error: La tasa de error es el complemento de la precision, mide el
porcentaje de las predicciones que son erroneas. Se suele utilizar cuando
los niveles de precision son muy altos, pues resulta mas facil apreciar la
mejora. Por ejemplo, la mejora de la precision del 99,0% al 99,5% puede
parecer menos importante que la mejora del 50% al 75%, sin embargo, en
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ambos casos la tasa de error se reduce a la mitad (una mejora
espectacular).

3. Tasa de error en rechazo: A menudo, al realizar la prediccion, el algoritmo
de DM proporciona tanto la prediccion como la confianza de que dicha
prediccidon sea correcta. Por ejemplo, el algoritmo del vecino mas cercano
puede proporcionar la misma prediccion para todos los vecinos o para una
mayoria. La prediccion puede ser la misma en ambos casos, pero en el
caso de unanimidad la confianza en la prediccion es mas alta. Las
predicciones pueden ordenarse segun su confianza y las que menos
confianza "inspiran" pueden rechazarse. De esta forma, se puede duplicar
la precision rechazando un 80% de predicciones.

4. Error cuadratico medio: Para las variables continuas, el grado de mal
emparejamiento entre la prediccion y el valor real pueden calcularse
restando los dos valores y elevando el resultado al cuadrado. Este "error
cuadrado” puede promediarse sobre todas las predicciones para estimar la
distancia entre los valores reales y las predicciones. La elevacion al
cuadrado tiene dos ventajas: por un lado, da un mayor peso a los errores
graves; por otro lado, asegura que todos los errores son positivos y se
suman a la hora de calcular la media.

5. Elevacion: Mide el grado en el que el modelo de prediccién aumenta la
densidad de respuestas en el subconjunto dado de la base de datos en
comparacién con el que podria alcanzarse sin usar el modelo (seleccién al
azar). Por ejemplo, si la densidad normal de respuesta en la poblacion
objeto de un mailing es de un 10%, pero enfocando la campafa en el
primer 25% de la poblacion que el modelo predice que va a responder, la
respuesta aumenta hasta un 30%, entonces la elevacion seria 3
(=30%/10%) para el primer cuartil de la base da datos. Debido a que este
método para medir la elevacion proporciona la mejora limitada a un de la
respuesta para el modelo predictivo y mercado casual.

6. Beneficio/ROIl: En realidad, el mejor método para medir el rendimiento de
un sistema es calcular el beneficio maximo o el rendimiento de la inversion
del modelo predictivo. Si el proceso de negocio dispone de un modelo de
beneficio o rendimiento de la inversion, este parametro simplifica
espectacularmente la busqueda del tamafio adecuado de la muestra.

4.3.2 Medicion de Explicacion

Una vez evaluada la precision de un sistema de DM, es importante disponer
de herramientas de explicacion dentro del sistema. Las cuestiones a tener en
cuenta son los siguientes:

1. Generacion automatizada de reglas: Independientemente del sistema, a
menudo es posible generar las reglas que expliquen el modelo predictivo.
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Aunque no se puede garantizar que las reglas sean causales, ni que
abarquen completamente el proceso de negocio, pueden ayudar a
comprender el modelo.

OLAP integrado: Hay que comprobar si los resultados estan a disposicion
del existente entorno de navegacion OLAP. A menudo, OLAP puede dar
nuevas ideas sobre cémo usar los "datos y confirmar intuiciones sobre el
modelo.

Evaluacion de modelo: El sistema de DM deberia realizar la evaluacion
automatica del modelo, mediante un conjunto de test o por validacion
cruzada, y permitir al usuario ver tanto modelos mas complicados como
mas generales y sus rendimientos en datos evaluados.

4.3.3 Medicion de Integracion

Existen muchos factores involucrados en la integracion de los procesos de

negocio con los procesos informaticos. El propdsito de todos ellos es simplificar la
integracion de DM en los procesos existentes minimizando las interrupciones de
flujos de informacion y reduciendo las necesidades de ampliacién de hardware,
software o almacén de datos. Hay que tener en cuenta los siguientes momentos
criticos:

1. Extractos de datos propios: Para maximizar el rendimiento de DM, es

importante encontrar herramientas de DM que utilicen los datos tal y como
estdn en la empresa. Las herramientas que necesitan copiar los datos,
transformarlos en ficheros de texto u otros formatos introducen posibilidad
de nuevos errores y complican mucho la ampliacion y actualizacién del
almacén de datos.

Metadatos: Seria muy ventajoso que el modelo predictivo se almacenara
como metadatos en el almacén de datos, junto con las puntuaciones de los
registros asignadas por el modelo predictivo. También seria interesante que
los algoritmos de DM pudieran acceder y utilizar las estructuras existentes
de metadatos.

Pre-procesamento de predictores: Muchos de los sistemas habituales
requieren la modificacién de predictores en la base de datos (por ejemplo,
la conversion a valores entre 0,0 y 1,0 para redes neuronales). Hay que
asegurarse de que el sistema es capaz de hacerlo automaticamente sin
perder precision o de que existan herramientas adicionales que lo hagan,
faciles de usar y de integrar en el sistema de DM.

Tipos de predictor/prediccién: Hay que asegurarse de que la herramienta
admite todos los tipos habituales de predictores de un modo comprensible y
sin transformacién: ordinales, categéricos, columnas de alta cardinalidad
como codigo postal, continuos o binarios.
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5. Datos sucios: Los datos suelen tener problemas que afectan
significativamente a la precision del modelo predictivo: pueden llevar a
conclusiones erréneas, pueden no contener suficiente informacion, pueden
no estar elegidos al azar o, simplemente, pueden ser erréneos. Las
técnicas de DM suelen manejar los datos sucios con soltura y proporcionar
resultados razonables casi con cualquier informacion disponible. La
validacion cruzada y la validacion por conjuntos de test son unas
herramientas muy potentes de localizacion y eliminacion de errores en una
base de datos. Sin embargo, existen casos en los que tanto los datos de
aprendizaje como los de validacion son erroneos, con lo que incluso la
validacion cruzada es incapaz de detectarlos. Esto suele deberse a errores
de transformacion y, por tanto, pueden evitarse en la mayoria de los casos.

6. Valores perdidos: Otra forma de ruido habitual en una base de datos son
los valores perdidos. Todas las herramientas deberian ser capaces de
manejar los valores perdidos, ya sea ignorandolos (omitiendo los registros
gue los contienen para predictores criticos), ya sea reconstruyéndolos (por
ejemplo, usando el valor medio o prediciendo el valor perdido en base a los
casos con predictores conocidos).

7. Escalabilidad: La herramienta de DM tendria que ser capaz de manejar
tanto las bases de datos grandes como pequefias, disponer de una robusta
y automatizada rutina de muestreo y ser capaz de aprovechar el hardware
de procesamiento paralelo e implementaciones de SGBDR.

4.3.4 Futuo del DM Incrustado

Una vez que el proceso de DM se hace facil de. utilizar y se integra
plenamente en los procesos de negocio y los flujos de informacion y datos de la
empresa, surgiran nuevas aplicaciones y sinergias que convertirdn el DM en una
parte imprescindible de un almacén de datos moderno y funcional. Algunas de
estas sinergias son las siguientes:

V DM A BD multidimensional: Uno de los problemas de OLAP y de BDMs
(Base de Datos Multidimensional) es la dificultad de determinar qué
columnas del almacén de datos tienen que ser dimensiones de la BD
multidimensional (sobre todo, si el usuario no tiene claro cuales de ellas son
importantes para el negocio). En este caso, el DM puede crear un modelo
predictivo de dimensiones para BDM o calcular un ranking por importancia
de las columnas de datos basado en algin objetivo de prediccion de
negocio.

V DM A estructura de DW: Uno de los problemas que surgen al pasar los
datos de las transacciones al almacén de datos consiste en determinar
cudles son los datos relevantes para la mayoria de las cuestiones de
negocio. En este caso, el DM permite hacer un primer filtrado,
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determinando cuales son los datos importantes para el negocio y, por tanto,
tienen que afnadirse al almacén de datos.

V BD multidimensional + Datos resumidos A DM: Cuantos mas datos hay,
mejor sera el rendimiento de las técnicas de DM. De esta forma, hasta los
MAs oscuros e interesantes patrones saldran a la luz. Hay que tener en
cuenta que la informacion extra que aportan el pre-procesamiento de datos
en resumenes y los metadatos en forma de jerarquias desplegables en
dimensiones también mejoran el rendimiento de DM. Incluso un minado
directo de una BDM resumida, sin datos detallados, serd mucho mas eficaz
que la busqueda manual de patrones en la BDM, como suele hacerse en
sistemas OLAP.
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